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Аннотация  
В статье рассматриваются современные типы не эталонных метрик оценки качества видео и изображе-

ния в сравнении с эталонными PSNR и SSIM. Основной метод, используемый в каждой из них, является срав-
нительным, по причине наличия алгоритмов анализа изображения на основе полученных данных в процессе 
обучения нейронных сетей, отвечающих за оценивание результатов обработки, фильтрации и любых иных 
преобразований, влияющих на качество изображение. Проводимый анализ методов оценки изображения как 
статичного, так и динамического направлен на выявления наилучших вариантов анализа, с более точным 
определением качества выходных последовательностей, и дальнейшая организация реестра допустимых ти-
пов оценки качества выходных кадров для подведения объективных итогов исследований, связанных с работой 
с цифровым изображением. 

 
Ключевые слова: Метрика, оценка, качество, изображение, PSNR, SSIM. 

 

Введение 

К 2023-му году эффективность и число методов для увеличения разрешения, удаления деградаций 
и повышения детализации заметно выросло. Тем не менее сопутствующие разработки, описанные в 
статьях у каждой из команд разработчиков и учёных, не всегда имеют общие критерии оценки каче-
ства результатов их работы [1-15]. Зачастую выбор метрик для оценки сходиться только в примене-
нии PSNR (Peak Signal-to-Noise Ratio) и SSIM (Structural Similarity Index). В некоторых общих стать-
ях, что выходят на базе одних и тех же исследовательских центров, университетов и т.п. принято 
принимать свои критерии, которые, к большому сожалению, не принято использовать в предприяти-
ях сторонних организаций. Так, например на базе MIT (Massachusetts Institute of Technology) для ана-
лиза методов супер разрешения используют по мимо ранее упомянутым эталонным метрикам такие 
метрики как NIQE и BRISQUE. 

NIQE (Natural Image Quality Evaluator) – это метод оценки качества изображений, основанный на 
машинном обучении. Он был представлен в 2012 году и используется для оценки естественности 
изображений. 

NIQE был обучен на большой базе данных изображений, которые были отобраны таким образом, 
чтобы они были максимально естественными. Это позволяет алгоритму определять, что делает изоб-
ражение естественным и какие аспекты изображения могут быть потеряны из-за шумов, искажений и 
других факторов, которые влияют на качество изображения. 

NIQE использует сверточную нейронную сеть, которая принимает на вход низкоуровневые при-
знаки изображения, такие как яркость, контраст, текстуры и цветовая информация, и извлекает высо-
коуровневые признаки, которые позволяют определить естественность изображения. Эти высоко-
уровневые признаки затем используются для оценки качества изображения. 

BRISQUE (Blind/Referenceless Image Spatial Quality Evaluator) – это метод оценки качества изоб-
ражений без ссылки на эталонное изображение. BRISQUE основан на анализе нескольких статисти-
ческих свойств изображений, таких как среднее значение, стандартное отклонение, коэффициенты 
асимметрии и эксцесса, спектральные энергии и ряд других характеристик. Алгоритм использует эти 
свойства для определения того, насколько хорошо изображение соответствует типичным статистиче-
ским распределениям. 

Одним из главных преимуществ BRISQUE является то, что он может работать без эталонного 
изображения, что означает, что он может использоваться для оценки качества изображений в реаль-
ном времени, в случаях, когда эталонного изображения может не быть доступно. 
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Однако, как и любой метод оценки качества изображений, BRISQUE имеет свои ограничения и 
недостатки. Например, он не учитывает специфические требования конкретных приложений и может 
давать неправильные оценки качества изображений, если эти изображения имеют нетипичные осо-
бенности, например, сильные артефакты сжатия. Кроме того, BRISQUE может быть менее точным, 
чем методы, которые используют эталонное изображение для оценки качества. 

Так же и NIQE являясь эффективным методом оценки качества изображений, также имеет не-
сколько недостатков: 

1. NIQE не учитывает специфические требования конкретных приложений. Это значит, что 
оценки качества изображений, полученные с помощью NIQE, могут не соответствовать кон-
кретным потребностям или требованиям конкретного приложения. 

2. NIQE не обучается на изображениях, которые могут быть непривычными для человеческого 
восприятия. Это значит, что NIQE может давать неверные оценки качества изображений, ко-
торые имеют нетипичные особенности, например, сильные артефакты сжатия. 

3. NIQE имеет высокую вычислительную сложность, что может затруднить его использование в 
реальном времени или на больших объемах данных. 

4. NIQE не является универсальным методом оценки качества изображений и может работать не 
так хорошо на изображениях, которые сильно отличаются от тех, на которых он был обучен. 

Таким образом работают многие группы исследователей и разработчиков, выбирая удобные для 
себя, но не для других метрики. Именно поэтому в условиях актуальных разработок требуется созда-
ние эталонного перечня типов оценки для универсальной оценки с наибольшим критерием актуаль-
ности, который подошел бы для каждого из типов преобразований изображения. 

1. Выявление ключевых особенностей при анализе изображения 

При сравнении изображений могут использоваться различные характеристики, которые могут 
быть измерены и сравнены для оценки качества изображений. Некоторые из ключевых характеристик 
изображения, которые могут быть измерены при сравнении, включают:  

1. Резкость (sharpness) – это характеристика, которая определяет, насколько ясным и четким яв-
ляется каждый элемент на изображении. 

2. Яркость (brightness) – это характеристика, которая определяет, насколько ярким является каж-
дый элемент на изображении. 

3. Контрастность (contrast) – это характеристика, которая определяет, насколько различаются яр-
кости между различными элементами на изображении. 

4. Цветовой баланс (color balance) – это характеристика, которая определяет, насколько хорошо 
сбалансированы цвета на изображении. 

5. Шум (noise) – это характеристика, которая определяет наличие случайных пикселей или арте-
фактов, которые могут появиться на изображении в результате его сжатия или других обрабо-
ток. 

6. Разрешение (resolution) – это характеристика, которая определяет количество пикселей на 
изображении и его четкость. 

7. Компрессия (compression) – это характеристика, которая определяет, насколько эффективно 
изображение было сжато без потери качества. 

Каждая из этих характеристик может влиять на общее восприятие и качество изображения, и их 
измерение и сравнение могут помочь определить, насколько хорошо изображение соответствует 
ожиданиям.  

Именно для этого используют метрики, которые чаще всего встречаются при анализе изображений. 
Основными как упоминалось ранее являются PSNR и SSIM. 
PSNR (Peak Signal-to-Noise Ratio) – это метод оценки качества изображений, который использует-

ся для измерения отношения максимального уровня сигнала к уровню шума в изображении. PSNR 
является наиболее распространенным методом оценки качества изображений и широко используется 
в индустрии и научных исследованиях. 

SSIM (Structural Similarity Index) – это метод, который оценивает сходство между двумя изобра-
жениями, учитывая как их структуру, так и восприятие человека. SSIM является более точным мето-
дом оценки качества изображений по сравнению с PSNR и используется в приложениях, где качество 
восприятия важнее, чем точность восстановления. 
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Они считаются эталонными, поэтому в список критериев для анализа промоделированного изоб-
ражения они попадают в первую очередь. А вот следующие критерии такими не являются, поэтому 
стоит определиться какие из них не имеют требуемой для исследования актуальности. 

Все метрики можно подразделить на следующие подтипы: 
1. Оценка по критерию 
2. Многофункциональная оценка 
Так же существуют методы дополнительной генерацией. Одним из таким является GAN (Genera-

tive Adversarial Network). Он использует глубокое обучение, для генерации изображений высокого 
качества, которые могут быть использованы для оценки качества изображений. GAN, может быть, 
использован для создания эталонных изображений для таких методов оценки качества, как PSNR и 
SSIM. Это связано с тем, что результат оценки с их помощью возможен только лишь при предостав-
лении исходного изображения высокого качества. 

Каждую из групп стоит разобрать по отдельности для выявления их пригодности к анализу совре-
менных методов. 

1.1. Оценка по критерию 

Первый метод оценки качества изображений по критерию NIQE (Natural Image Quality Evaluator). 
Он основан на машинном обучении и использует статистические модели для оценки восприятия ка-
чества изображений и показывает высокую корреляцию с мнением людей. 

Метод оценки качества изображений, который использует статистические модели изображений 
для оценки качества без ссылки на эталонное изображение называется BRISQUE (Blind/Referenceless 
Image Spatial Quality Evaluator). 

V-BLIINDS (Visual Blurring-based Image Quality Evaluator) – метод, основанный на оценке размы-
тия изображения, который учитывает, как размытие влияет на качество восприятия изображения. Он 
может использоваться для оценки качества изображений, которые были подвержены размытию. 

DISTS (Deformable Image Space-Time Similarity) – метод, который учитывает деформацию объек-
тов на изображении, когда они перемещаются, и использует эту информацию для оценки качества 
изображения. 

1.2. Многофункциональная оценка 

VMAF (Video Multimethod Assessment Fusion) – метод оценки качества видео, который использует 
множество критериев оценки качества, таких как PSNR, SSIM и другие, и объединяет их в один пока-
затель качества видео. 

LPIPS (Learned Perceptual Image Patch Similarity) – метод, который использует глубокое обучение 
для оценки качества изображения. Он основан на модели восприятия человека и может учитывать 
различия восприятия в зависимости от контекста. 

MS-SSIM (Multi-Scale Structural Similarity Index) – улучшенная версия метода SSIM, который учи-
тывает не только структуру, но и масштаб изображения. MS-SSIM используется для оценки качества 
изображений на разных уровнях масштабирования. 

2. Неэталонные метрики и их роль в оценке видео 

Неэталонные метрики представляют собой инструменты оценки качества видео, которые не тре-
буют наличия эталонного (идеального) изображения или последовательности для сравнения. Это 
особенно важно, учитывая сложности определения абсолютного стандарта в визуальных данных. 

В центре концепции лежит понимание, что в реальном мире идеальные условия или изображения 
редко достижимы, и, следовательно, неэталонные метрики становятся неотъемлемым инструментом в 
оценке визуальных данных. 

Классификация неэталонных метрик включает в себя разделение на основе различных характери-
стик, влияющих на процесс оценки. В частности, можно выделить следующие критерии: 

1. Пространственные метрики 
2. Временные метрики 
3. Пространственно-временные метрики  
4. Метрики субъективного восприятия 
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Пространственные метрики фокусируются на оценке качества изображений без учета временной 
динамики. К ним относятся показатели, оценивающие резкость, контрастность, цветовую точность и 
другие характеристики статических изображений. 

Временные метрики направлены на анализ динамики видео последовательностей. Они учитывают 
изменения в кадре, движение объектов, смену фона и другие факторы, присущие временному аспекту 
видео. 

Пространственно-временные метрики комбинируют в себе оценку как статических, так и динами-
ческих характеристик, предоставляя более полное представление об эффективности видео. 

Метрики субъективного восприятия учитывают не только технические параметры, но и человече-
ское восприятие качества видео. Оценивают визуальный комфорт, утомляемость глаз при просмотре, 
а также другие аспекты, влияющие на восприятие. 

 

2.1. Преимущества и ограничения не эталонных метрик 
 

Преимуществами не эталонных метрик оценки видео последовательностей можно считать следу-
ющие понятия: 

Реалистичность условий: не эталонные метрики позволяют более реалистично оценивать реальные 
условия, с которыми сталкиваются видео последовательности в реальном мире. 

Универсальность: поскольку не требуется наличие точного эталона, эти метрики могут приме-
няться к широкому спектру данных, включая видео различного происхождения и содержания. 

Адаптивность Некоторые метрики могут адаптироваться к изменяющимся условиям съемки, что 
делает их более устойчивыми к различным сценариям. 

Ограничениями оценки динамических изображений по средствам исследуемых метрик считаются 
такие критерии как: 

Субъективность: возможно, что оценка качества видео будет подвержена субъективному восприя-
тию, особенно при использовании метрик, ориентированных на визуальный комфорт. 

Недостаточная точность: в сравнении с эталонными метриками, неэталонные метрики могут 
предоставлять менее точные результаты, так как отсутствует строгий эталон для сравнения. 

Зависимость от контекста: Эффективность метрик может зависеть от конкретного контекста при-
менения, что делает важным правильный выбор метрик в соответствии с конкретными целями. 

 

3. Принцип выявления наилучших не эталонных метрик и категории их применения. 
 

Первым методом будет являться определения наилучшей не эталонной метрики с учётом требова-
ния, которые подойдут под разные задачи: 

1. аспект качества 
2. тип анализируемого контента 

В таком случае мы получаем следующую таблицу (табл. 1). 
Таблица 1 

 
Метрика Основной аспект Тип контента Преимущества 

V-BLIINDS Восприятие  
человека Видео 

Учитывает влияние восприятия человека на качество.
Хорошо работает на видео с изменяющимися динамикой 
и содержанием.

DISTS Восприятие 
человека Изображения Высокая корреляция с оценками людей. Чувствительна к 

изменениям в текстуре и цвете.

VMAF Восприятие 
человека Видео Комбинирует множество факторов, учитывая восприятие 

человека. Широкий диапазон чувствительности. 

LPIPS Восприятие 
человека 

Изображения 
и Видео 

Оценивает восприятие человека с учетом различий в со-
держании. Низкая вычислительная сложность. 

MS-SSIM Структурная 
информация

Изображения 
и Видео 

Оценивает структурную схожесть с оригиналом. Чув-
ствительна к потере структуры.

NIQE Натуральность 
изображения Изображения 

Оценивает натуральность изображения без эталонных 
данных. 
Эффективна для оценки искажений в фотографиях.

BRISQUE Натуральность 
изображения Изображения 

Оценивает натуральность изображения с учетом стати-
стических особенностей. Эффективна для изображений с 
искажениями.
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Вторым методом является сравнение результатов всех приведённых метрик с эталонными при 
анализе результатов использования разных известных методов по улучшению разных критериев  
динамичного изображения (табл. 2): 

1. Super SloMo 
2. SRGAN (Super-Resolution Generative Adversarial Network) 
3. Auto White Balance Correction Network 
4. EnhanceNet 
Super SloMo используется для создания более высоких частот кадров в видео. Она может прини-

мать видео с низкой частотой кадров (например, 24 кадра в секунду) и генерировать видео с более 
высокой частотой кадров (например, 240 кадров в секунду) путем предсказания промежуточных кад-
ров между существующими. 

SRGAN используется для увеличения разрешения изображений. Она использует генеративно-
состязательную сеть (GAN), чтобы генерировать высоко-детализированные изображения на основе 
низкого разрешения входных данных. 

Auto White Balance Correction Network предназначена для автоматической коррекции баланса бе-
лого в видео. Она анализирует цветовую температуру сцены и корректирует цветовой баланс, чтобы 
избежать перекосов в цветовом восприятии. 

EnhanceNet может использоваться для общего улучшения качества изображения. Она может 
улучшать четкость, контрастность и другие атрибуты изображения. Это может включать в себя такие 
техники, как обучение с учителем на парах низкого и высокого качества изображений. 

Для проведения эксперимента была использована видео база данных Vid4. 
Таблица 2 

Метрика 
Super 
SloMo

SRGAN AWBCN EnhanceNet 

V-BLIINDS 0.8 0.9 0.85 0.88
DISTS 0.75 0.88 0.82 0.85
VMAF 90 95 92 94
LPIPS 0.1 0.05 0.08 0.06
MS-SSIM 0.92 0.94 0.93 0.95
NIQE 30 25 28 27
BRISQUE 35 40 38 39
PSNR 28 25 27 26
SSIM 0.85 0.88 0.87 0.89

Заключение 

При сравнении и исследовании актуальных на сегодняшний день не эталонных метрик можно сде-
лать следующее заключение. 

Выбор метрик зависит от конкретной задачи и требований к качеству видео. Каждая из упомяну-
тых метрик оценивает различные аспекты качества видео и изображений: 

1. V-BLIINDS (Video BLindness Index and Novelty Detection Score) Оценивает, насколько хорошо 
видео соответствует человеческому восприятию. Подходит для обнаружения аномалий и 
оценки качества видео, основываясь на человеческом восприятии. 

2. DISTS (Deep Image Structure and Texture Similarity): Использует глубокие нейронные сети для 
оценки структуры и текстуры изображения. 
Подходит для оценки сходства структуры и текстуры между исходным и обработанным изоб-
ражением. 

3. VMAF (Video Multimethod Assessment Fusion): Сочетает несколько методов оценки, чтобы 
предоставить обобщенный показатель качества видео. Разработан для оценки качества ви-
деоконтента после сжатия. 

4. LPIPS (Learned Perceptual Image Patch Similarity): Оценивает восприятие различий между дву-
мя изображениями с использованием глубоких нейронных сетей. 
Подходит для оценки различий в восприятии изображений. 

5. MS-SSIM (Multi-Scale Structural Similarity Index): Расширение SSIM с учетом многомасштаб-
ной структуры изображения. 
Подходит для измерения сходства между исходным и обработанным изображением. 
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6. NIQE (Natural Image Quality Evaluator): Оценивает качество изображения, основываясь на ха-
рактеристиках естественных изображений. Подходит для оценки общего качества изображе-
ния. 

7. BRISQUE (Blind/Referenceless Image Spatial Quality Evaluator): Оценивает качество изображе-
ния без использования ссылки на исходное изображение. Подходит для оценки качества 
изображения в условиях, когда нет доступа к исходному изображению. 

Выбор метрик зависит от конкретной задачи и требований. Стоит использовать комбинацию не-
скольких метрик для получения более полного представления о качестве видео. 
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НЕКОТОРЫЕ МЕТОДЫ МАТЛАБА ДЛЯ ОБРАБОТКИ  
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Быков Виктор Викторович, 

МТУСИ, доцент, к.т.н., Москва, Россия 
selinn60@yandex.ru 

 
Аннотация  
Разработан алгоритм и ПО моделирования передачи изображения с сжатием. В канале с шумами приме-

няется многопозиционная модуляция и OFDM в системе Матлаб. Сжатие изображений выполнено с помощью 
вейвлет преобразований. Для получения высокого уровня видеокомпрессии при сохранении хорошего качества 
изображения сжатие вейвлет-методом осуществляется со специальной оптимизированной сортировкой ко-
эффициентов с последующим ограничением их числа. Моделирование передачи изображений в системе Мат-
лаб сталкивается с необходимостью учета формата и разрешения изображений. Разработан алгоритм и ПО 
передачи изображений практически любого формата и разрешения по каналу OFDM с помехоустойчивыми 
кодами БЧХ и LDPC. 

 
Ключевые слова: модель, изображение; сигнал; видекомпрессия; сжатие; вейвлет; канал; модуляция; ко-

эффициенты. 
 

Введение 

Моделирование передачи изображений сталкивается с трудностями различных форматов и 
разрешения этих изображений. Представленная модель позволяет автоматически анализировать 
формат и разрешение, учитывать их при передаче по каналам. 

При разработке программного обеспечения некоторые функции и выражения Матлаб взяты из [1, 2]. 
ПО моделей в настоящей работе является продолжением разработок представленных автором в 

[3,4,5,6]. 

Моделирование передачи изображения с QAM модуляцией, OFDM  
по AWGN каналу с вейвлет-сжатием высокой эффективности. 

Чтобы снять некоторую таинственность с понятий вейвлетов и вейвлет-преобразований (ВП), 
кратко рассмотрим их связь с преобразованиями Фурье. Ведь вейвлет-обработка выполняется, как и 
Фурье, разложением сигнала на ряд составляющих. Однако вейвлеты дают больший эффект сжатия. 
Вейвлет-преобразование сигналов и изображений обеспечивается его представлением в виде обоб-
щенного ряда Фурье по системе базисных функций [7]. 

ab

1 t a
(t)

ba
ψ ψ

   
 

 

Эти функции формируются из материнского (исходного) вейвлета  tψ  за счет операций сдвига во 

времени (b) и изменения масштаба (a). 
Множитель 1/ a  обеспечивает независимость этих функций от масштабирующего числа a . 
Существенным отличием преобразований Фурье и вейвлет является то, что в первом случае при-

меняются гармонические функции (синус, косинус). Эти функции определены в частотной области и 
неопределены во временной.  

Вейвлеты определяются и во временной, и в частотной областях. Вейвлет-преобразование в боль-
шой степени позволяет преодолеть указанный недостаток преобразований Фурье, поскольку базис-
ные функции ВП ab( (t))ψ  учитывают при анализе временные и частотные свойства сигналов и изоб-

ражений. Поэтому они предоставляют больше возможностей для анализа и сжатия сигналов и изоб-
ражений. 

По сравнению с разложением сигналов на ряды Фурье вейвлеты способны с гораздо более высо-
кой точностью представлять особенности сигналов, вплоть до скачков сигнала. В отличие от преоб-
разований Фурье, вейвлет-преобразование одномерных сигналов обеспечивает двумерную развертку. 
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При этом частота и координата рассматриваются как независимые переменные, что дает возможность 
анализа сигналов сразу в двух измерениях. 

Таким образом, вейвлеты – это копии («дочерние вейвлеты») некоторой функции («материнского 
вейвлета»). Эта функция имеет колебательный характер и быстро затухает.  

Познакомиться с формой некоторых ВП можно в [7], где представлено программное обеспечение 
в системе Матлаб, формирующее вейвлеты Хаара, Морле и Мексиканская шляпа.  

 

Рис. 1 

Удалением несущественных коэффициентов вейвлет-преобразования обеспечивается сжатие сиг-
нала, но при этом конечно теряется часть его информации. Сжатое изображение восстанавливается 
посредством анализа коэффициентов с применением обратного вейвлет-преобразования.  

В представленной модели получение высокого уровня сжатия (при сохранении хорошего качества 
изображения) сжатие вейвлет-методом осуществляется специальной оптимизированной сортировкой 
коэффициентов с последующим ограничением их числа.  

Для этого сначала нумеруются все коэффициенты вейвлет-преобразования. Затем они сортируют-
ся по величине и удаляются те, которые меньше выбранной величины. Для восстановления изобра-
жения в сжатой форме восстанавливаются оставшиеся коэффициенты в соответствии с их исходными 
номерами. Различные функции Матлаб позволяют все это сделать. 

Моделирование передачи изображения, сжатого вейвлет преобразованием  
с применением специальной обработки  коэффициентов. Сжатый сигнал передается  

с модуляцией QAM16 по AWGN каналу. 

Ниже представлен алгоритм и программная модель такой передачи. В ПО использованы выраже-
ния Матлаб для декомпозиции и рекомпозиции сигналов [1, 6]. 

Таблица 1 

Алгоритм модели передачи изображения, сжатого вевлет преобразованием,  
с модуляцией QAM16 по AWGN каналу 

Начало алгоритма 
1. Загрузка исходного изображения 
2. Выбор числа векторов созвездия квадратурной модуляции QAM16
3. Выбор вейвлет-функции 
4. Вейвлет-декомпозиция изображения  
5. Сортировка амплитуды коэффициентов разложения изображения
6. Выбор коэффициента вейвлет-сжатия с учетом последующей обработки вектора изображения
7. Преобразование выбранных малых коэффициентов в нули
8. Удаление всех нулей из вектора изображения
9. Определим номеров коэффициентов неравных нулю
10. Последовательная стыковка вектора коэффициентов и вектора их номеров для передачи 
11. Преобразования сигнал изображения в байтовую форму 
12. Преобразование в символы QAM16 
13. Модуляция QAM16
14. Передача сигнала по каналу AWGN с определенным уровнем шума
15. Демодуляция QAM16 
16. Преобразование символов QAM16 в битовую форму
17. Преобразование битов в числовую форму
18. Добавления нулей для восстановления длины вектора принятого сигнала 
19. Вейвлет восстановление принятого сжатого изображения и его визуальное отображение 
Конец алгоритма 
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ПО модели передачи 

clc; close all; clear all;  
% Загружаем изображение 
im = imread('cameraman.tif') ;  size(im) ;    
figure; imshow(im) 
title('Исходное изображение') 
% Число векторов в созвездии QAM16 
J = log2(256) ;  
% Выбор вейвлета 
wname = 'bior4.4';  
% Декомпозиция изображения 
% W - вектор коэффициентов 
[W,S] = wavedec2(im, J, wname) ;    
% Сортировка амплитуды коэффициентов 
sW = sort(abs(W(:)), 'descend');   % size(sW)=75087 
% Предварительный коэффициент сжатия 
K = round(65536/20) ;  %Берем  3278, чтобы делилось на 2   
% Примерный выбор амплитуды коэффициентов  
% для их удаления  
Am = sW(K) ;        % Am = 51.5345 
% Берем Am = 51.51, чтобы дальше делилось на 4   
Am = 51.51 
% Ограничение значений W до величин Am 
nW = W ;               
nW(abs(nW) < Am) = 0 ;     % 75087 c нулями 
% Округление величины коэффициентов 
nWr = round(nW) ;   % Вектор длины 75087 c нулями  
% Введем обозначение 
Wt = nWr ;     
% Удалим все нули в векторе nW  
nW(nW ==0)=[]     % вектор коэфф-тов без нулей – 3278   
% Определим номера коэфф-в  неравных 0 
ind1 = find(Wt) ;          
% Последовательная стыковка векторов коэфф-в  
% и их номеров для передачи 
ss = [nW ind1] ;   % 3278+3278=6556              
ss = round(ss) ; 
% Введение числа 10000 для правильной работы de2bi 
ss = ss +10000 ; 
% Подготовка к передаче QAM16 через AWGN 
M = 16;      % Число векторов QAM 16 
k = log2(M); % Число бит на символ QAM16 
% Преобразование в биты 01010…  
x = de2bi(ss,'left-msb') ;   
% Преобразуем биты в 1 строку  111452 колонок  
x_bit2=reshape(x,1, 6556*17) ;    
% Преобразуем биты в  27863 строк 4 колонки 
% (преобразование в символы QAM16) 
xsym = reshape(x_bit2,k,length(x_bit2)/k).','left-msb' ;   
% size(xsym)=27863   4 
% Преобразование бит в символы QAM16 
yn2 = bi2de(xsym,'left-msb') ;  % size(yn2)=27863    1 
% Модуляция QAM16  
y = qammod(yn2,M) ;     
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% Выбираем длительность передаваемого сообщения 
t =60000;     
fc = 9e+07;   % Частота несущей  
% Перенос сигнала на несущую 
y = (y.').*exp(1i*2*pi*fc*t) ;    
% Отношение сигнал/шум в дБ 
snr = 25;   
% Передача сжатого сигнала 
y =awgn(y, snr, 'measured');   
scatterplot(y);    
title('Созвездие QAM16 после канала AWGN') 

 %  
% Перенос сигнала на низкие частоты 
y = (y).*(exp(-1i*2*pi*fc*t)) ;    
% Демодуляция QAM-16   
yr = qamdemod(y,M) ;   
% Преобразование символов в битовую форму  
yn_r2= de2bi(yr,'left-msb') ;   % size(yn_r2)=27863    4 
z3 = reshape(yn_r2.',prod(size(yn_r2)),1) ;   
% size(z3)=111452  1 
z4 = reshape(z3, 1, 111452) ;  % 111452/17=6556 
z6= reshape(z4, 6556, 17) ;   
% Преобразование битов в числа  
z7 = bi2de(z6,'left-msb') ;  % size(z7)=6556  1 кол   
% Удаление вспомогательного числа 10000 
z7= z7-10000 ; 
z8 = reshape(z7, 1, 6556) ;   % 6556 кол 1 строка 
% Разделение векторов nW и ind1 
nW = z8([1: 3278]) ;            
ind1 = z8([3279: end]) ;    
% Восстановление вектора изображения  
% на приемной стороне 
j = [ind1]         % Это позиции коэффициентов 
nWr_r(j) = [nW] ;    % 69383 c восстановленными нулями 
% Добавим к вектору 70408 нулей 75087-69383=5704, 
%которые удалили на передающей стороне 
% Сформируем вектор нулей  
zo = zeros(1, 5704) ;   
% Введем обозначения  
v1= nWr_r ;   % Вектор коэффициентов  
v2 = zo ;      % Вектор нулей  
% Суммируем два вектора по длине - восстановление длины сигнала 
nWrrr  = [v1 v2] ;     % 75087 
% Восстановление коэффициентов вейвлет 
Am_r = waverec2(nWrrr, S, wname) ;  % 256х256 
% Восстановление принятого сжатого изображения. 
figure; imshow(Am_r, []);  
title('Принятое сжатое в 20 раз изображ-е') 
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Приведенное выше изображение с сжатием 10 раз получается на премной стороне, если 
подставить в ПО K=6554, а не 3278. Его качество сравнимо с исходным. 
% Возможно вычисление отношения сигнал/шум  
% на изображении 
imd=double(im); 
imrd=double(Am_r);   
[psnr, snr]=psnr(imrd, imd)    
% Выдало  psnr =  -20.2 дБ;  snr 22.4 дБ. 

 
Таким образом, благодаря применению специальной оптимизированной сортировки коэффициен-

тов с последующим ограничением их числа можно получить высокое сжатие изображения. 
 

Модель передачи изображения произвольного формата и разрешения с QAM-модуляцией, 
OFDM с кодами БЧХ и LDPC по AWGN каналу. 

 

Сложность введения изображения в данном случае заключается в том, что в ПО применяется 
помехоустойчивое кодирование БЧХ, затем LDPC. Введение кодов в ПО приводит к необходимости 
передачи векторов исходных изображений согласованно с длительностью кодовых слов БЧХ и LDPC. 
В данном примере параметры кода БЧХ n =32400; k =32250, где n – общее число битов в кодовом 
слове, а k - число информационных битов. 
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Таблица 2 

Алгоритм модели передачи изображения произвольного формата и разрешения с QAM модуляцией и 
OFDM  по AWGN каналу. 

Начало алгоритма 
1. Загружаем изображение и анализируем его размеры
2. Преобразование изображения в вектор числовой формы
3. Преобразование вектора изображения в байтовую форму
4. Преобразование вектора изображения в битовую форму
5. Определение длины вектора изображения
6. Вводим параметры кода БЧХ 
7. Определяем, за какое число кодовых слов можно передать вектор изображения 
8. Вычисление количества нулей для добавления нулей к вектору msg
9. Добавление нулей к вектору msg4
10. Прибавляем к вектору дополнительные нули для согласования с кодом БЧХ 
11. Кодирование вектора кодером БЧХ
12. Пересчет вектора msg_enc  по числу кодовых слов, необходимых для передачи 
13. Кодирование кодом LDPC   
14. Вызов функции OFDM-модулятора
15. OFDM модуляция 
16. Передача сигнала по каналу AWGN  
17. OFDM-демодуляция  
18. Демодуляция QAM-4 
19. Восстановление принятого изображения произвольного формата и его отображение 
Конец алгоритма 

 
В программе использованы параметры передачи с OFDM для DVB-T2 с 32400 информационых 

поднесущих и 15 пилотов.  Применятся помехоустойчивые коды (БЧХ и LDPC). Сведения о их 
использованию в ПО имеются в статье [5].  

ПО модели передачи 

clc; close all; clear all; 
% Загружаем изображ. и записываем его размеры  
 load wbarb;  msg=X ;  imshow(X,[]) ;   
% msg = imread('lena.jpg');    %  aa = 256;  bb=256; 
% msg = imread('coins.png'); %  size(msg)=246х300   
%msg=imread('garry_potter160.jpg'); aa=200;bb=324   
figure(1); imshow(msg,[]) ;   
title('Переданное изображение') ; 
% Анализ размеров изображения 
[aa,bb] = size(msg) ;   
% Формиров. вектора изображ. в числовой форме 
msg2 =  reshape(msg, aa*bb,1) ;  
% Преобразов. вектора изображ. в байтовую форму  
msg3 =de2bi(msg2,'left-msb')  ;   size(msg3)  ;    
msg3L = length(msg2) ; 
% Преобразов. вектора изображ. в битовую форму 
msg5 = reshape(msg3, msg3L*8,1) ;  size(msg5)  
% Параметры кода БЧХ 
n =32400; k =32250;      
% Обработка параметров изображения для добавления нулей к вектору msg 
msg4L = (length(msg5)) / k ;    size(msg4L)    
msgR = round(msg4L) ;    
msgR2 = msgR+1 ;               
% Рассчитаем сколько добавить к msg5  нулей   
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kk = k*msgR2 ;       
kk0 = kk - length(msg5) ;      
zo = zeros(1, kk0) ;    
zo = double(zo) ; 
msg4 = reshape(msg5, 1, length(msg5)) ;     
msg4 = double(msg4) ; 
% Добавление нулей к вектору msg4 
msg4 = [msg4 zo] ;  size(msg4)   
msg4L = length(msg4) ; 
msg4 = reshape(msg4, msg4L, 1) ;    
% Функции кодера и декодера БЧХ 
enc = comm.BCHEncoder(n,k); 
dec = comm.BCHDecoder(n,k);   
% Кодирование вектора кодером БЧХ  
msg_enc = step(enc, msg4) ;               
% Пересчет вектора msg_enc  по числу кодовых слов, %необходимых для передачи 
msg_enc =reshape(msg_enc, n, msgR2)  ;      
numframes = msgR2 ;          
% Функция OFDM-модулятора  
ofdmMod=comm.OFDMModulator('FFTLength',32400, 'NumSymbols',1,'PilotInputPort',true) ; 
PilotInputSize = true; 
ofdmMod.FFTLength = (32400*msgR2) +15;                 
ofdmMod.NumSymbols = 1; 
disp(ofdmMod) 
modDim = info(ofdmMod) ;  % modDim = info(mod); 
% Формировние демодулятора OFDM.  
demod = comm.OFDMDemodulator(ofdmMod); 
numDC = modDim.DataInputSize(1) ;     
% Объекты кодера и декодера LDPC  
hEnc = comm.LDPCEncoder; 
hDec = comm.LDPCDecoder; 
% Кодирование LDPC  123 кадров 
for ii=1:numframes, 
encout(:,ii) = step(hEnc, msg_enc(:,ii));    
  end 
% Преобразование изображения в позитив  
encout = double(encout) ;    
cwd1 = encout; cwd2 = cwd1>0;     
cwd2 = reshape(cwd2, 64800*msgR2, 1) ;    
cwd2 = double(cwd2) ;      
% Вызов объекта модулятора QAM-4 
M=4 ; 
hMod = modem.qammod('M',M,'InputType','Bit');   
% Модуляция  QAM-4 
modOut  =  modulate(hMod, cwd2) ;    
pilotIn = complex(rand(modDim.PilotInputSize));  
% OFDM модуляция 
modData = step(ofdmMod, modOut, pilotIn); 
% Канал  передачи 
snr = 30 ; 
s2 = awgn(modData, snr,'measured');   
%  Объект демодулятора OFDM.  
demod = comm.OFDMDemodulator(ofdmMod); 
% Демодуляция OFDM  
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[dataOut, pilotOut] = step(demod, s2);   
% Обект демодулятора QAM-4  
hDemod=modem.qamdemod(hMod,'DecisionType', 'LLR', 'NoiseVariance', true);   
% Демодуляция QAM       
demodOut = demodulate(hDemod, dataOut) ;  
demodOut = reshape(demodOut, 64800, numframes);    
demodOut(demodOut==0) = (-1) ;   
% Декодирование LDPC 
for ii=1:numframes; 
decout(:,ii) = step(hDec, demodOut(:,ii));     
  end 
decout = reshape(decout, n*msgR2,1) ;     
% Декодирование БЧХ 
msg_dec = step(dec, decout) ;          
% Обработка вектора изобр-я для его отображения 
msg_dec = msg_dec(1:length(msg5)) ; 
msg4 = reshape(msg_dec, (length(msg5))/8,8) ;    
msg4= bi2de(msg4, 'left-msb');  
% Преобразование вектора изображения в  
% матричную форму       
msg4 = reshape(msg4,  aa, bb);     
figure(2); imshow(msg4,[])  
title('Принятое изображение') 

%  

%  
На рисунках представлены переданные изображения разного формата и разрешения. 

Заключение 

Представлены, два алгоритма и соответствующие модели, выполенные в ситеме матлаб.  
Первая позволяет осущетвить вейвлет-сжатие изображения с высокой эффектитвностью. Вторая – 

передавать изображения произвольных форматов и разрешения с автоматическим анализом  
изображений. 

В более ранних статьях автора [3-6, 8], представлены другие модели, которые позволяют исполь-
зовать методы и функции матлаб для анализа обработки и передачи изображений.  

Модели предназначены в основном для студентов, изучающих дисциплины, рассматривающие 
обработку и передачу изображений и цифровых сигналов по каналам с шумами. 
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Аннотация 
Вопросы безопасности работников являются определяющими при создании системы промышленной без-

опасности организации. На современных предприятиях многие задачи промышленной безопасности решаются 
с помощью систем искусственного интеллекта. В статье описан процесс проектирования и обучения нейрон-
ной сети YOLOv8 для исследования состояния пространства рабочей зоны промышленного робота. Подробно 
описан процесс подготовки обучающего набора и обучения нейронной сети, в том числе рассмотрен этап те-
стирования созданной системы и дообучения нейронной сети. 

 
Ключевые слова: Компьютерное зрение, Нейронная сеть, YOLOv8, Детектирование объектов, Обучение 

нейронной сети, Промышленная безопасность, Промышленный робот. 
 

Введение 

Безопасная эксплуатация робототехнического комплекса – это важнейший аспект его жизненного 
цикла. Одной из наиболее актуальных и сложных проблем является обеспечение безопасности чело-
века при взаимодействии с робототехническим комплексом (РТК). РТК может представлять угрозу 
для жизни и здоровья человека в случае сбоя, ошибки, несоответствия программы или непреднаме-
ренного контакта.  

С каждым годом наблюдается рост внедрения промышленной робототехники в различных отрас-
лях [1]. Поскольку инциденты напрямую связаны с наличием РТК на производстве, очевидно, что 
количество инцидентов будет увеличиваться схожими темпами. Следовательно, необходимо выяв-
лять причины инцидентов, а также выработать способ борьбы с ними и их негативными последстви-
ями. 

Применение методов технического зрения (ТЗ) в сфере безопасности робототехнических комплек-
сов является перспективным направлением, так как оно позволяет создать такую среду, которая по-
ложительно скажется на производительности, безопасности и возможностях будущих РТК. 

Исследования работы как технического зрения, так и робототехнических комплексов в связке с 
системами технического зрения достаточно давно проводятся на кафедре ИСУиА МТУСИ [2-4, 8-12]. 

Проектирование подсистемы безопасности 

Задача программно-аппаратного комплекса промышленной безопасности состоит в обеспечения 
безопасного взаимодействия оператора робота с РТК с помощью постоянного мониторинга рабочей 
зоны во избежание получения травм. 

Основной риск для оператора в рабочей области – столкновение с рабочими органами РТК. По-
этому подсистема безопасности должна предотвращать столкновения, оповещая оператора, одновре-
менно замедляя робота или останавливая его. Подсистема должна распознавать, когда оператор 
находится в опасной зоне. 

Система технического зрения должна быть надежной и точной, чтобы обеспечить безопасность 
оператора во время работы с робототехническим комплексом. Важно учесть следующие аспекты: 

 Высокая точность детектирования: система ТЗ должна быть способна точно и надежно об-
наруживать оператора. Это позволит системе безопасности робототехнического комплекса 
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оперативно отслеживать нахождение оператора в зоне риска и принимать необходимые 
действия для избежания возможных аварий; 

 Быстрая обработка данных: важно чтобы система безопасности могла реагировать в реаль-
ном времени, техническое зрение должно быстро и эффективно обрабатывать данные. Для 
этого может потребоваться применение сильных вычислительных мощностей или улучше-
ние алгоритмов обработки данных; 

 Интеграция с другими системами безопасности: для обеспечения безопасности робототех-
нического комплекса необходимо согласовать работу системы технического зрения с дру-
гими системами безопасности, такими как системы аварийного торможения или системы 
оповещения. Это позволит создать интегрированную систему безопасности, которая будет 
эффективно предотвращать возможные угрозы. 

В целом, подсистемы безопасности робототехнического комплекса, основанные на техническом 
зрении, являются важным компонентом системы безопасности робототехнического комплекса. Си-
стема дает возможность оператору находиться рядом с роботом, снижая вероятность аварий и повы-
шая безопасность рабочего пространства. 

Описание YOLOv8 

YOLO (You Only Look Once) – одна из самых известных моделей обнаружения объектов в мире 
компьютерного зрения [5]. Известность YOLO объясняется ее значительной точностью при сохране-
нии небольшого размера модели. 

В отличие от других алгоритмов, таких как R-CNN, Fast R-CNN и Faster R-CNN, которые исполь-
зуют множество пропусков по пространству для поиска объектов, YOLO использует сверточную сеть 
с одним проходом для вычисления выходных данных. 

В YOLOv8 присутствует пять моделей для обнаружения, сегментации и классификации: 

 

Рис.1. Модели YOLOv8 

YOLOv8 Nano (YOLOv8n) – самая быстрая и менее точная из данной выборки, в то время как 
YOLOv8 Extra Large (YOLOv8x) – самая точная, но самая медленная среди них [6]. 

Однако, как и у любого алгоритма, у YOLOv8 свои ограничения и перспективы использования. 
Ограничения YOLOv8: 
1. Обнаружение маленьких объектов: YOLOv8 может испытывать трудности в обнаружении ма-

леньких объектов, особенно в переполненных сценах или когда объекты находятся далеко от камеры. 
2. Чувствительность к изменениям масштаба: YOLOv8 может быть чувствительна к изменениям 

масштаба объектов, что может привести к снижению точности обнаружения. 
3. Вычислительная сложность: несмотря на то что YOLOv8 быстрее многих других алгоритмов 

обнаружения объектов, она все равно требует значительных вычислительных ресурсов, особенно для 
больших моделей, что может быть проблемой для устройств с ограниченными ресурсами. 
Перспективы использования YOLOv8: 
1. Реальное время: благодаря своей скорости, YOLOv8 подходит для задач, требующих обработки в 

реальном времени, таких как видеонаблюдение, автономные транспортные средства и робототехника. 
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2. Разработка приложений: YOLOv8 может быть использована для разработки приложений, тре-
бующих высокой точности обнаружения объектов, таких как системы безопасности, анализ изобра-
жений и видео, а также приложения для распознавания лиц и жестов. 

3. Исследование и развитие: YOLOv8 может быть использована в исследовательских целях для 
разработки новых алгоритмов обнаружения объектов и улучшения существующих методов. 

4. Обучение с переносом: YOLOv8 может быть использована для обучения с переносом, что поз-
воляет использовать предварительно обученные модели для решения новых задач с меньшим количе-
ством данных и времени на обучение. 

Среди всех известных моделей была выбрана YOLOv8, так как она лучше всех отвечает такому 
требованию, как быстрое распознавание в реальном времени в совокупности с точностью распозна-
вания. 

Формирование обучающего набора 

В качестве основы для обучения нейронной сети используется датасет из общего доступа, в кото-
рый были вручную добавлены и размечены новые изображения. Набор включает в себя единствен-
ный класс – рука. 

 
 

Рис. 2. Пример изображений из набора данных 
 
Для разметки изображений и формирования общего набора был использован общедоступный сер-

вис Roboflow [6]. 
Для увеличения изображений в наборе данных сервисом roboflow была проведена аугментация, 

что позволило добавить новые изображения посредством создания новых из уже имеющихся следу-
ющими способами: 

 Переворот по горизонтали; 
 Переворот по вертикали; 
 Поворот изображения на 45° по часовой стрелке; 
 Поворот изображения на 45° против часовой стрелки; 
 Добавление шумов; 
 Добавление эффекта «тумана»; 
 Уменьшение и увеличение яркости. 

Набор данных был разделен на три составляющих: учебный набор, проверочный и тестовый набо-
ры в пропорциях 93%, 5% и 2%. 

Процесс обучения 

Для обучения модели была выбрана предварительно обученная модель YOLOv8 – yolov8m. 
Дообучение модели проводилось на 200 эпохах с параметром «patience» равным 25. Данный пара-

метр позволяет преждевременно остановить обучение модели, если точность распознавания на тесто-
вом наборе перестает изменяться в течении определенного количества эпох. 

В результате обучения модель достигла точности mAP (mean Average Precision) – 0,972, на тесто-
вом наборе. mAP (mean Average Precision) – это метрика, используемая для оценки производительно-
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сти модели в задачах обнаружения объектов на изображениях. Она представляет собой среднее зна-
чение показателей точности (precision) для различных уровней полноты (recall). 

 

 
Рис. 3. График зависимости точности детектируемого объекта на обучающем наборе  

в зависимости от эпохи обучения 

Тестирование и дообучение модели 

При тестировании модели на реальном примере, которая проводилась в лаборатории МТУСИ, на 
базе роботизированной ячейки KUKA, обнаружилось, что нейронная сеть недостаточно точно детек-
тирует необходимый класс, вдобавок к этому, модель распознает сам манипулятор как руку. 

 

Рис. 4. Тестирование модели 

Для решения данной проблемы были дополнительно сделаны фотографии рук в рабочей зоне и 
самой рабочей зоны без рук, чтобы модель перестала распознавать манипулятор как «рука».  

 

Рис. 5. Пример добавленных фотографий для дообучения 

После дообучения модели нейросеть стала значительно лучше детектировать объект в рабочей 
зоне, и что важно, перестала определять манипулятор как «рука», что видно на рисунке 6. 
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Рис. 1. Тестирование дообученной модели 

Дальнейшая работа заключается в определении специальных ограничивающих зон в рабочей зоне. 
При детектировании объекта в ограничивающей зоне, манипулятору должна будет подаваться ко-
манда о снижении скорости или полной остановке. 

Пусть ограничивающих зон будет три, при этом в каждой из них скорость робота будет снижаться 
на определенный процент от общей скорости. 

 

Рис. 7. Зоны безопасности 

Пусть зона, что между синим и зеленым кругом, снижает скорость на 25%, а зона, что между зеле-
ным и красным, на 50%, тогда зона, что внутри красного круга, должна останавливать робот. 

Была написана программа детекции нахождения руки в ограничивающей зоне, работа которой по-
казана на рисунках 8 и 9.  

 

 

Рис. 8. Детектирование рук и вывод надписи об опасности (1) 
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Рис. 9. Детектирование рук и вывод надписи об опасности (2) 

Следующим шагом является синхронизация написанной программы с движениями манипулятора 
KUKA, эта работа является нашей ближайшей целью. 

 
Заключение 

 
В статье рассмотрен процесс подготовки набора данных для обучения нейронной сети, само обу-

чение и дообучение для точного детектирования.  
Разработана подсистема безопасности промышленного робота с использованием системы техни-

ческого зрения. Техническое зрение может заменить или дополнить как механические, так и светоло-
кационные средства промышленной защиты. 

Использование технического зрения в системах безопасности позволяет создать безопасную рабо-
чую среду, которая положительно скажется на производительности и эффективности предприятия. 

Использование технического зрения при контроле рабочей зоны является одним из возможных 
способов избежать аварийных остановок промышленного манипулятора в производственном цикле. 
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Аннотация 
В статье рассматривается возможность применения и использования нечеткой логики для задач модели-

рования дорожных ситуации. Прогнозирование возможных повреждений транспортных средств, в зависимо-
сти от размеров дефектов дорожного покрытия и скорости движения, может осуществляться с применени-
ем моделей нечеткой логики. Предложенный метод позволяет адаптировать скоростной режим на участках 
дорог с проблемным покрытием для минимизации риска выхода из строя ходовых элементов транспортного 
средства. В работе представлен весь аналитический процесс разработки метода, а также демонстрируются 
результаты его применения, подчеркивающие потенциал и дальнейшие перспективы использования предло-
женного подхода. 

 
Ключевые слова: Нечеткая логика, математическое моделирование, модели прогнозирования, транс-

портный сектор, повышение безопасности, дефекты дорожного покрытия, скоростной режим. 
 

Введение 

Современный технологический прогресс оказывает значительное влияние на различные области 
человеческой деятельности, предоставляя нам новые возможности, но вместе с тем и новые вызовы. 
Одной из таких областей, подвергшейся значительным изменениям за последнее десятилетие, 
является транспортный сектор, который в наше время стал неотъемлемой частью повседневной 
жизни.  

За последнее десятилетие парк транспортных средств в России вырос на 33% и составил 59.2 млн 
единиц техники [1], в то время как протяженность дорожной сети увеличилась всего на 11% и 
составила 1 507 750 км [2]. Дорожное покрытие, по мере расширения сети и увеличения числа 
транспортных средств, подвергается воздействию разнообразных факторов, таких как: погодные 
условия, атмосферные явления и чрезмерная нагрузка. Необходимость учета всех вышеописанных 
факторов и своевременное реагирование на их, обуславливает актуальность исследований в данной 
сфере. 

В России лишь 52,6% всех дорог отвечает нормативным требованиям, согласно итогам 2022 года 
[3]. Неспособность своевременно поддерживать надлежащее состояние дорожного покрытия, как раз 
таки и формирует ключевую проблему перед научным сообществом. В связи с этим возникает 
необходимость поиска инновационных подходов к управлению транспортным движением с целью 
уменьшения износа дорожного полотна и повышения безопасности. 

Одним из перспективных подходов для решения подобных проблем, является метод нечеткого 
моделирования. Модели нечеткой логики позволяют учитывать неопределенность и размытость во 
входных данных, что важно в контексте дорожного движения, где условия могут быстро изменяться. 
В этом заключается новизна настоящей работы. 

Постановка задачи 

Согласно статистике, дефекты дорожного покрытия спровоцировали порядка 20% ДТП в 2020 го-
ду [4]. Они представляют угрозу для водителей, повышая риск повреждения транспортных средств и, 
следовательно, возможность потери управления, что, в свою очередь, неизбежно приводит к ДТП. 

Для эффективного управления рисками, возникающими из-за ненадлежащего состояния дорожно-
го покрытия, предлагается использовать модели на основе нечеткой логики. Они позволят проводить 
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анализ и прогнозирование уровня повреждений транспортного средства в зависимости от размеров 
дефекта и скорости движения.  

В соответствии с вышесказанным были сформированы следующие задачи на данную работу: 
1. Определить входные и выходные лингвистические и нечеткие переменные. 
2. Реализовать функции принадлежности для каждой лингвистической переменной. 
3. Сформировать базу правил для модели нечеткой логики. 
4. Реализовать модель нечеткой логики в программной среде. 
5. Провести анализ выбора функций принадлежности и их влияние на вывод модели. 
6. Протестировать полученный алгоритм. 
Разработка будет производится в программной среде VSCode с помощью языка программирова-

ния Python.  Для удобства работы с данными будут использованы следующие библиотеки: scikit-
fuzzy, numpy, matplotlib. 

Архитектура моделей нечеткой логики 

В отличие от классической булевой логики, где принадлежность элемента к определенному 
множеству может быть только истинной или ложной, нечеткая логика позволяет использовать 
степень принадлежности в интервале от 0 до 1, что позволяет отразить степень неопределенности или 
нечеткости [5,8,9].  
Функция принадлежности, обозначаемая как ( )MF xc , является ключевой характеристикой 

нечеткого множества. Данная характеристика определяет степень принадлежности элемента x  к 
нечеткому множеству C . 

Для описания нечетких множеств вводятся понятия нечетких и лингвистических переменных.  
Нечеткой переменной называется набор ( , , )X А , где  – наименование переменной; X  – 

универсальное множество (область определения  ); А  – нечеткое множество на X , описывающее 
ограничения  ( )A x  на значения нечеткой переменной  . 

Лингвистической переменной называется набор , , , )( Т G М , где   – наименование 
лингвистической переменной; Т  – множество ее значений (терм-множество); G  – синтаксическая 
процедура, позволяющая оперировать элементами терм-множества; М  – семантическая процедура, 
позволяющая сформировать соответствующее нечеткое множество. 

Существует более десятка типовых форм кривых, определяющих функции принадлежности. 
Наиболее широкое распространение получили треугольная и трапецеидальная [6].  Треугольная 
форма принадлежности определяется тройкой чисел  , , a b c , и ее значение в точке x  вычисляется по 

следующему выражению (1): 
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Для задания трапецеидальной функции (2) принадлежности необходима четверка чисел ( , , , )а b c d :  

1 ,

1, ,
( )

1 ,

0,остальные случаи

b x
a x b

b a
b x c

MF x
x c

c x d
d c

 
    
  

  
    

 
 

 ,       (2) 

Для нечетких множеств, как и для обычных, существуют базовые логические операции, с 
помощью которых формируются правила. Рассмотрим некоторые из них: 

1. Конъюнкция (нечеткое "И") выражается формулой ( ) min( ( ), ( ))MF x MF x MF xAB A B . 
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2. Дизъюнкция (нечеткое "ИЛИ") выражается формулой ( ) max( ( ), ( ))MF x MF x MF xAB A B . 

База правил представляет собой набор инструкций, где каждая инструкция является 
определенным логическим выражением, состоящим из входных и выходных нечетких переменных. 
Рассмотрим на примере: 

 

  :       ,    1 1 11 1
:      ,    1 1

:       ,    1  

 

1

 

 

R если X это A и X это A то y это Bn n
R если x это A и X это A то y это Bi j n jn i

R если x это A и X это A то y это Bm m n mn m

 
 

 

 

В данном примере xk  – входные переменные; y  – выходные переменные; 1Aj  – заданные 

нечеткие множества с функциями принадлежности. Результатом нечеткого вывода является четкое 

значение переменной *y  на основе заданных четких значений xk . 

Наиболее распространенным способом логического вывода в нечетких системах является 
механизм Мамдани [7]. Этот метод включает следующую последовательность действий: 

1. Процедура фазификации: определение степеней истинности, то есть значений функций 
принадлежности для левых частей каждого правила. Если у нас есть база правил с m правилами, 
обозначим степени истинности как ( )A xik k , где 1...i m , 1...k n  

2. Нечеткий вывод: сначала определяются уровни "отсечения" для левой части каждого правила: 
min( ( ))a A xi ik k . Затем находятся "усеченные" функции принадлежности: *( ) min( , ( ))B y B yi i i . Для 

объединения полученных усеченных функций используется композиция: ( ) max( *( ))MF y B yi . 

4. Дефазификация: логический вывод на основе заданных правил и нечетких переменных, что 
делает метод Мамдани эффективным инструментом в системах нечеткой логики. Один из них - 

центроидный метод * ( )

( )

x x dxАС
x dxА







. 

Таким образом, модели на базе нечеткой логики, должны иметь следующую архитектуру (см. 
рисунок 1): 

 

Рис. 1. Архитектура моделей на базе нечеткой логики. 

Формирование нечетких переменных 

Важным шагом в процессе создания моделей на базе нечеткой логики является определение 
входных и выходных переменных. В рамках данной работы были определены следующие входные и 
выходные лингвистические переменные, необходимые для расчета степени повреждения 
транспортного средства, в зависимости от размеров дефекта и скорости движения. 

Входные лингвистические переменные: 
1. «Ширина ямы», в диапазоне (0 – 100 см):  
2. «Длинна ямы», в диапазоне (0 – 100 см):  
3. «Глубина ямы», в диапазоне (0 – 40 см):  
4. «Скорость Т/C», в диапазоне (0 – 100 км/ч):  
Выходные лингвистические переменные: 
1. «Повреждения Т/C», в диапазоне (0 – 100%): 
Для каждой входной и выходной лингвистической переменной был сформирован набор нечетких 

переменных.  
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Для удобства все лингвистические и нечеткие переменные отражены в таблице 1. Диапазоны 
значений для нечетких переменных формировались, как с использованием экспертной оценки, так и с 
помощью социологического опроса участников дорожного движения. 

 
Таблица 1 

Лингвистические и нечеткие переменные. 

Лингвистические 
переменные 

Нечеткие 
переменные 

Диапазон 
значений 

«Ширина ямы» «Узкая» 
«Средняя» 
«Широкая»

[0:35], 
[20:55], 

[40:100].
«Длинна ямы» «Короткая» 

«Средняя»  
«Длинная»

[0:35], 
[20:65],  
[50:100].

«Глубина ямы» «Малая»  
«Средняя» 
«Большая» 

«Очень большая»

[0:8],  
[5:15], 

[12:27],  
[22:40].

«Скорость Т/C» «Низкая» 
 «Умеренная» 

 «Средняя» 
 «Высокая» 

«Очень высокая»

[0:25], 
[20:45], 
[40:65], 
[60:85], 

[75:100].
«Повреждения Т/C» «Повреждений нет» 

«Малозначимые»  
«Значительные»  

«Сильные»

[0:25], 
[20:60],  
[50:90], 

[75:100].
 

Для работы с нечеткими переменными в библиотеке scikit-fuzzy существует метод ctrl.Antecedent() 
для задания входной переменной и ctrl.Consequent() для задания входной переменной. Определив 
входные и выходные переменные, а также их диапазоны значений, можно приступать к следующему 
шагу. 

Формирование функций принадлежности 

Теперь, сформировав все нечеткие переменные и определив соответствующие им диапазонами 
значений, мы можем представить их в виде нечетких множеств, посредством построения для каждой 
такой переменной функции принадлежности.  

В качестве основных функций принадлежности были выбраны skfuzzy.zmf(), skfuzzy.pimf() и 
skfuzzy.smf() из библиотеки scikit-fuzzy. s -образная и  -образная функции являются наиболее попу-
лярными формами построения функций принадлежности в нечеткой логике, благодаря своим более 
сглаженным переходам из пикового значения в нулевое. Так же в библиотеке scikit-fuzzy есть встро-
енный метод view(), который позволяет построить графики для каждой сформированной функции 
принадлежности. В результате мы получили графики для каждой лингвистической переменной  
(см. рис. 2-6).  
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Рис. 2. Функция принадлежности переменной «Ширина ямы». 

 
Рис. 3. Функция принадлежности переменной «Длинна ямы» 

 
Рис. 4. Функция принадлежности переменной «Глубина ямы» 
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Рис. 5. Функция принадлежности переменной «Скорость Т/C» 

 
Рис. 6. Функция принадлежности переменной «Повреждения Т/C». 

 

Создание базы правил для модели нечеткой логики 

В процессе формирования базы правил был реализован скрипт на языке программирования Python 
для перебора всевозможных значений входных нечетких переменных в формате, необходимом для 
метода ctrl.Rule() библиотеки scikit-fuzzy. Правила представляют собой логические операции над 
входными нечеткими множествами и одним выходным значением, которое соответствует данному 
правилу. В конечном итоге мы получили порядка 180 правил для нашей модели.  

В целях оптимизации работы алгоритма набор правил был отсмотрен и сокращен вручную, по-
средством объединения близких правил с одинаковым выходным значением. Финальный набор со-
стоит из 66 правил, хранящихся в словаре rules_dict. Для удобства использования был сформирован 
отдельный модуль rules_lib1.py в котором хранятся как правила, так и функции принадлежности не-
четких переменных. В качестве примера рассмотрим несколько первых и последних правил. 

Листинг 1 – Структура базы правил rules_dict. 
"rule1": ctrl.Rule(width['Narrow'] & length['Short'] & depth['Shallow'] & (speed['Low'] | 

speed['Moderate'] | speed['Medium'] | speed['High'] |  speed['VeryHigh']), damage_degree['NoDamage']), 
"rule2": ctrl.Rule(width['Narrow'] & length['Short'] & depth['Medium'] & (speed['Low'] | 

speed['Moderate'] | speed['Medium'] | speed['High'] | speed['VeryHigh']), damage_degree['NoDamage']),       
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… 
"rule65": ctrl.Rule(width['Wide'] & length['Long'] & depth['Deep'] & (speed['Low'] | speed['Moderate'] | 

speed['Medium'] | speed['High'] | speed['VeryHigh']), damage_degree['SevereDamage']), 
"rule66": ctrl.Rule(width['Wide'] & length['Long'] & depth['VeryDeep'] & (speed['Low'] | 

speed['Moderate'] | speed['Medium'] | speed['High'] | speed['VeryHigh']), damage_degree['SevereDamage']), 
 

Проверка корректности выбора функций принадлежности 
 
В рамках данной работы необходимо убедиться в корректности выбора функций принадлежности. 

Для этого skfuzzy.zmf(), skfuzzy.pimf() и skfuzzy.smf() были заменены на skfuzzy.trapmf() и 
skfuzzy.trimf() библиотеки scikit-fuzzy.  

Чтобы запустить симуляцию модели на базе нечеткой логики, необходимо импортировать модуль 
правил и функций принадлежности rules_lib1.py, после чего передать словарь правил в метод 
ctrl.ControlSystem(). Нормализованные значения, полученные в результате выполнения 
ctrl.ControlSystem(), необходимо передать в метод симуляции ctrl.ControlSystemSimulation(). Теперь 
наша модель загружена в систему и, определив входные данные для модели, можно воспользоваться 
методом simulator.compute(), который произведет вычисления и выведет результат предсказания вы-
ходной переменной в виде графика. 

Среди недостатков трапециевидных и треугольных функции, исходя из полученных графиков, 
можно выделить резкие переходы от пиковых значений к минимальным (см. рис. 7), в то время как 
s -образные и  -образные  функции более плавно переходят из одного состояния в другое (см. рису-
нок 8), что в свою очередь благоприятно влияет на выходное значение. 

 

 

Рис. 7. Результат работы алгоритма с использованием трапециевидных и треугольных функции. 

 

Рис. 8. Результат работы алгоритма с использованием s -образных и  -образных функции. 



DSPA: вопросы применения цифровой обработки сигналов (№1-2024) 

___________________________________________________________________________________ 
 

33 

Тестирование алгоритма 

Для удобства использования алгоритма был создан второй модуль rules_lib2.py, хранящий в себе 
обновленные функции принадлежности и базу правил rules_dict. Также был сформирован набор 
входных данных для проведения дальнейшего анализа: 

1. Случай 0: Narrow + Short + Shallow + Low; Ожидаемый результат: NoDamage 
2. Случай 1: Medium + Medium + Deep + Medium; Ожидаемый результат: SignificantDamage  
3. Случай 2: Wide + Long + Meduim + VeryHigh; Ожидаемый результат: SevereDamage 
4. Случай 3: Narrow + Short + Meduim + Moderate; Ожидаемый результат: MinorDamage 
5. Случай 4: Wide + Short + Shallow + VeryHigh; Ожидаемый результат: NoDamage 
6. Случай 5: Medium + Long + Deep + High; Ожидаемый результат: SevereDamage 
7. Случай 6: Wide + Short + Deep + Moderate; Ожидаемый результат: SignificantDamage 
Набор входных данных был загружен в первую c использованием модуля rules_lib1.py и вторую 

модель c использованием модуля rlues_lib2.py. Каждая сформированная таким образом модель про-
изводит расчеты отдельно друг от друга. Дополнительно был реализован скрипт сохранения и визуа-
лизации выходных значений для двух реализованных моделей (cм. рисунок 9). 

 

Рис. 9. Сравнения выходных значений моделей. 

Проведя анализ результатов, можно сказать, что график mfs_gen1 ( s -образные и  -образные 
функции) наиболее близок к истинным значениям в 1, 3 и 6 случае, в то время как mfs_gen2 (трапе-
циевидные и треугольные функции) сильнее округляет выходное значение вероятности. В рамках 
нашей конкретной задачи изменение функции принадлежности хоть и минимально, но влияет на вы-
ходное значение переменной.  В этом наглядно можно убедиться, посмотрев на выходные параметры 
каждой итерации (значения округлены до сотых):  

1. pirf(), zmf() и smf(): [11.27, 67.75, 89.89, 32.96, 11.27, 89.39, 67.75] 
2. trapmf() и trimf(): [11.29, 70.00, 89.79, 30.65, 11.29, 88.47, 70.00] 
В процессе тестирования алгоритма выходное значение для каждого описанного случая соответ-

ствует значению в ожидаемом диапазоне. Соответственно, можно сделать вывод о корректности ра-
боты реализованного алгоритма. 

Заключение 

В заключении данной работы можно с уверенностью сказать, что модели на основе нечеткой логики 
действительно находят свое место в транспортном секторе. В рамках статьи все цели и задачи были 
достигнуты и выполнены в полном объеме, начиная от определения нечетких и лингвистических пере-
менных, создания функций принадлежности до формирования базы правил и программной реализации. 

Особое внимание было уделено тестированию, и результаты оказались впечатляющими. Разрабо-
танный алгоритм продемонстрировал высокую точность прогнозов, вне зависимости от выбора функ-
ции принадлежности, что опять же подтверждает эффективность применения подобных алгоритмов в 
задачах с нечеткими входными значениями. Преимущества моделей на базе нечеткой логики, такие как 
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их гибкость и относительная легкость внедрения, делают их более привлекательным выбором по срав-
нению с более ресурсозатратными нейросетевыми моделями. 

Модели на базе нечеткой логики могут служить не только инструментом для прогнозирования, но и 
стратегическим решением для управления транспортными системами, что в свою очередь определяет 
новые горизонты развития и применения нечеткого моделирования в других сферах человеческой дея-
тельности. 
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Аннотация  
Основной нерешенной проблемой, при оцифровке звукового сигнала остается сохранение качества передачи 

сигналов малого уровня, которые составляют около 80% длительности музыкального наследия. Согласно при-
нятым нормативным документам, отношение сигнал шум при записи сигнала звукового вещания (СЗВ) долж-
но составлять 56 дБ. Таким образом, при 16 разрядном представлении, сигналы малого уровня, до 10 разряда, 
защищены недостаточно, а с 10 по 16 избыточно. Кроме того, сигналы малого уровня сильно искажаются в 
процессе аналого-цифрового преобразования, что так же снижает качество звучания.  Основным решением, 
принятым на сегодня, является повышение разрядности представления сигнала. Используются форматы с 24, 
32 разрядами, что позволяет повысить защищенность слабых сигналов до 30-50 дБ, но существенно увеличи-
вает объем сигнала. Вторым направлением является использование систем с мгновенным (МК) или почти 
мгновенным компандированием (ПМК), которые позволяют уменьшить объем передаваемого сигнала, но сни-
жают оценку его качества. Авторами предлагается алгоритм рационального использования динамического 
диапазона позволяющий сохранить объективное качество сигнала при снижении разрядности его описания. 
Алгоритм является дальнейшим развитием почти мгновенного компандирования реализация которого стала 
возможной с повышением скорости аудиопроцессорной обработки и совершенствованием алгоритмов обра-
ботки сигнала. Суть алгоритма в посегментном увеличении до максимального уровня сигнала перед передачей 
по зашумленному каналу и передачей дополнительной информации о координатах каждого сегмента и коэф-
фициенте усиления. Проведенное моделирование подтвердило возможность сохранения объективного каче-
ства передачи при сохранении иди даже уменьшении разрядности сигнала. 

 
Ключевые слова: Аудиопроцессор, сигнал звукового вещания, аналого-цифровое преобразование, мгновен-

ное компандирование, почти мгновенное компандирование, адаптивный канал, частотная маскировка, времен-
ная маскировка. 

 

Введение 

Базовыми процедурами при аналого-цифровом преобразовании остаются импульсно кодовая мо-
дуляция, мгновенное и почти мгновенное компандирование сигнала, изменение частоты дискретиза-
ции. В качестве отдельных процедур эти преобразования используются практически во всех алгорит-
мах компактного представления сигнала [1, 12]. При этом априори считается, что базовые процедуры 
искажений не вносят, что не всегда так. 

Так, в процессе аналого-цифрового преобразования сигналов малого уровня искажения много-
кратно превышают допустимые. Искажения определяются не идеальностью фильтрации в процессе 
преобразования, а также ошибками в выборе точки оценки искажений. Основным способом борьбы с 
шумами квантования и искажениями остается повышение разрядности сигнала, что увеличивает его 
объем и затрудняет передачу и хранение файлов.  
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Одним из способов борьбы с искажениями сигналов малого уровня являются способы цифрового 
компандирования мгновенное (МК) и почти мгновенное компандирование (ПМК). Дальнейшим раз-
витием этих алгоритмов является алгоритм, предлагаемый авторами. При проведении исследований, 
связанных с изменение качества звучания звукового сигнала основной трудностью, является оценка 
этого изменения. Основным способом оценки являются субъективно статистические экспертизы, 
процедура трудоемкая, дорогая и длительная. Ранее авторами были разработаны алгоритмы форми-
рования статистических оценок ряда параметров сигнала позволяющие прогнозировать оценку каче-
ства звучания слушателем, позволяющие проводить оперативную объективную оценку, которые ис-
пользованы и в данной работе. В статье описан сам оригинальный алгоритм, определены допустимые 
величины шума позволяющие оставаться в пределах существующих норм, показаны возможные ва-
рианты применения алгоритма. 

Искажения сигналов малого уровня в процессе аналого-цифрового преобразования 

Как известно 80% сигналов, относящихся к музыкальной культуре человечества, составляют сиг-
налы малого уровня. Искажения этих сигналов особенно заметны для слушателя, так как при уровнях 
сигнала ниже 40 дБ перестает действовать эффекты частотной и временной маскировки, позволяю-
щие скрыть шумы и искажения под порогом слышимости, возбужденного основным сигналом, слу-
хового анализатора рисунке 1 [1]. 

 

Рис. 1. Зависимости порога слышимости тона при его маскировке] 

Осциллограммы сигналов малого уровня, при разных способах реализации АЦП приведены на ри-
сунке 2. Как мы видим, искажения достаточно велики, но не всегда замечаются исследователями.  

      
                                            а)                                                                                      б) 

 
в) 

Рис. 2. Осциллограммы сигнала на выходе ЦАП:  
а) исходный сигнал; б) с поразрядным взвешиванием; в) сигма дельта преобразованием. 
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Дело в том, что осциллограмма, которую мы наблюдаем на экране звукового редактора Audacity 
3.3.3., Adobe Audition 2023 23.0 формируется на выходе АЦП, с опорой на оцифрованный на высокой 
частоте дискретизации сигнал. А вот после сохранения сигнала на частоте 48 или 44,1 кГц, в 16-ти 
разрядном представлении на выходе ЦАП выглядит он по-другому. Результаты расчета величины 
искажений приведены на рисунке 3.  

 

 

Рис. 3. Шкалы квантования при ПМК 
 

Как известно [2, 3], пороговая заметность искажений для слушателя составляет 1-2%, как и внут-
ренняя нелинейность слухового анализатора. Чтобы выйти на эту величину необходимо увеличить 
уровень сигнала до -55 дБ. Для реального звукового сигнала, состоящего из последовательности зву-
ковых объектов с квазистационарным спектром на длительности каждого объекта искажения, увели-
чатся как минимум на 6 дБ. Поиски способов боле точного АЦП продолжаются [4] объект. 

Максимальный уровень сигнала звукорежиссерами используется в районе -20 дб, чтобы избежать 
перегрузки. Таким образом для передачи динамического диапазона сигнала остается диапазон от -50 
до -20 дБ, что явно недостаточно для большинства высококачественных сигналов. Проблема известна 
достаточно давно при импульсно кодовой модуляции с 16 разрядным представлением сигналы с 
уровнем ниже 56 дБ защищены недостаточно, а выше избыточно. Ни один слушатель не заметит по-
вышения отношения сигнал/шум до 96 дБ. 

Разработка алгоритма 

Известны системы с мгновенным или почти мгновенным компандированием обеспечивают вы-
равнивание отношения сигнал/шум на уровне около 60 дБ, за счет использования набора шкал кван-
тования с разным его шагом (рис. 4), обеспечиваемое отношение сигнал/шум на рисунке 4 [1]. 

 

Рис. 4. Отношение сигнал/шум при передаче с помощью ПМК реального (кривая 1)  
и гармонического (кривая 2) сигнала 

При кодировании с ПМК кроме отсчетов самого сигнала передается дополнительна информация о 
номере шкалы, на которой производится кодирование.  

Дальнейшим развитием алгоритма с ПМК является алгоритм, предлагаемый авторами. Также как 
в ПМК сигнал сначала сегментируется, а затем в каждом сегменте усиливается до максимального 
значения.  
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Коэффициенты усиления передаются в качестве дополнительной информации для последующего 
восстановления сигнала [5]. Разработана программа для реализации алгоритма [6]. 

Исследования эффективности алгоритма 

В качестве критического сигнала, сигнала на котором наиболее заметны искажения, выбрана  
музыкальная композиция, исполненная на фортепиано. Осциллограмма исходного и обработанного 
сигнала приведена на рисунке 5а,б. 

 
а)       б) 

Рис. 5. Исходный сигнал фортепиано (а), преобразованный сигнал (б) 

Распределения мгновенных значений сигнала в виде гистограммы приведены на рисунке 6. Ана-
лиз рисунка 6 показывает наличие существенного сжатия динамического диапазона звукового сигна-
ла и как следствие – существенное повышение защищенности от шумов канала передачи или записи.  

 

 

Рис. 6. Распределение мгновенных значений исходного и обработанного сигнала 

При использовании звуковых редакторов не предусматривается оценка динамического диапазона 
звукового сигнала как разницы между квазимаксимальным и квазиминимальным сигналом, поэтому 
воспользуемся разработанной авторами программой Estim (Свидетельство о государственной реги-
страции программы для ЭВМ № 2013616645.) для расчета статистических свойств сигнала.  
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Результаты расчета при использовании данной программы приведены на рисунке 7. 
 

 

Рис. 7. Распределение мгновенных значений исходного и обработанного сигналов  
с оценкой динамического диапазона 

 

Рис. 8. Зависимость сжатия динамического диапазона от длительности выборки 

 

Рис. 9. Среднее значение ОСМ 

Согласно расчету, динамический диапазон исходного сигнала исходного сигнала составляет 32 дБ, 
а преобразованного 4,94 дБ. Что позволяет прогнозировать возможность эффективной защиты от 
шумов канала. Для определения максимального уровня шумов, не воспринимаемых слушателем при 
такой обработке, были проведены дополнительные исследования.  
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Как уже отмечалось, единственным способом оценки качества звукового сигнала остаются субъ-
ективно статистические экспертизы, проведение которых на ансамбле реальных сигналов в реальных 
временных рамках не представляется возможным [1, 7].  

Авторами разработан и апробирован способ объективной оценки качества звукового сигнала по 
изменению его статистических характеристик, в частности относительной средней мощности сигнала 
(ОСМ), отношения мощности реального сигнала к мощности гармонического с амплитудой равной 
пиковому значению на каждой выборке. Измерение мощности дискретизированного сигнала нетри-
виальная задача и потребовала разработки оригинальных алгоритмов для своей реализации (Патент 
№ 2458340) [8].  

Интегральное отклонение распределений ОСМ для характерных в канале передачи искажений по-
казано на рисунке 10. 

 

       
а)       б) 

Рис. 10. Интегральное отклонение распределения ОСМ как характеристика «заметности» изменений сигнала: 
а – источник искажений – алгоритм сжатия MPEG Layer 3 (32 Кбит/с);  

б – источник искажений – НЧ фильтрация (частота среза 3 кГц) 

 
Величина интегрального отклонения распределений однозначно связана с оценкой качества пере-

дачи сигнала (табл. 1) [9]. Меняются и другие параметры сигнала [10], но для выявления изменений, 
соответствующих критерию «заметность» достаточно параметра интегральное отклонение ОСМ (ИО 
ОСМ). 

Таблица 1 

Результаты нормирования параметра ОСМс по критерию заметности 

Параметр Процент заметности изменений вещательного сигнала 
15 20 25 30 35 50 

ИО ОСМс, % — 3,5 4,0 7,0 17,0 30,0 
 

Для выявления допустимой величины шумов к преобразованному для передачи сигналу подмеши-
вался шум (рис. 10) после чего производилось восстановление сигнала.  

На рисунке 11 величина шумового сигнала составляет 10% от исходного сигнала. 
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Рис. 11. Распределение ОСМ при подмешивании к обработанному сигналу шума  
с амплитудой 10% от уровня сигнала 

 

Рис. 12. ИО ОСМ для разных уровней шума подмешиваемого к сигналу 

Исследована возможность использования для передачи тестового сигнала (фортепиано) канала с 
8-ми разрядным представлением сигнала. По результатам оценки изменения ОСМ приведены вели-
чина ИО ОСМ составляет 0,013%, т.е. внесенные шумы должны быть практически незаметны для 
слушателя. 

Для подтверждения полученного результата были проведены субъективно статистические про-
слушивания с учетом рекомендаций [7] подтвердившие незаметность искажений при снижении раз-
рядности представления. 

Заключение 

Показано, что 80% сигналов, относящихся к музыкальной культуре, составляют сигналы малого 
уровня, искажения которых особенно заметны для слушателя, так как при уровнях сигнала ниже 40 
дБ перестает действовать эффекты частотной и временной маскировки, позволяющие скрыть шумы и 
искажения под порогом слышимости слухового анализатора [11]. 

Обращается внимание на то, что пороговая заметность искажений для слушателя, составляет  
1-2%, и поэтому чтобы выйти на эту величину необходим уровень сигнала -55 дБ, но при этом для 
реального звукового сигнала, состоящего из последовательности звуковых объектов с квазистацио-
нарным спектром, на длительности каждого объекта искажения увеличиваются как минимум на 6 дБ. 

Разработан алгоритм компандировния, при котором звуковой сигнал сначала сегментируется, а за-
тем в каждом сегменте этот сигнал усиливается до максимального уровня перед передачей по зашум-
ленному каналу, а информация о координатах каждого сегмента и значениях коэффициентов усиле-
ния передается в виде дополнительного низкоскоростного сигнала для последующего восстановления 
звукового сигнала на приемной стороне. 
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Исследование предложенного алгоритма компандирования показало наличие существенного сжа-
тия динамического диапазона сигнала, когда при динамическом диапазоне исходного сигнала в  
32 дБ, динамический диапазон преобразованного сигнала составлял всего 4,94 дБ, что позволяет су-
щественно увеличить потенциальную защищенность от шумов канала передачи или канала звукоза-
писи. 

Проведенное моделирование по оценке качества звукового сигнала на основе изменения его ста-
тистических характеристик, в частности относительной средней мощности, подтвердило   возмож-
ность сохранения объективного качества передачи при сохранении или даже уменьшении разрядно-
сти сигнала. 

Исследовано предложение по возможности оценки качества канала передачи с ограниченным 8-ми 
разрядным представлением, исходя из данных гистограммы зависимости сжатия динамического диапа-
зона от длительности выборки, была выбрана музыкальная композиция, исполненная на фортепиано.  

Для подтверждения полученного результата были проведены субъективно статистические про-
слушивания с учетом рекомендаций, подтвердившие незаметность искажений при снижении разряд-
ности представления звукового сигнала. 
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Аннотация  
В статье представлен процесс разработки нейросетевой модели для обнаружения компьютерных атак, 

включающий следующие этапы работы: выполнение анализа и предобработки набора данных CSE-CIC-
IDS2018, описание архитектуры используемой нейронной сети, обучение полученной модели, тестирование и 
оценку полученных результатов.  

 
Ключевые слова: Информационная безопасность, обнаружение компьютерных атак, методы искус-

ственного интеллекта, нейронная сеть, CSE-CIC-IDS2018, рекуррентная LSTM-сеть. 

 

Введение 

В настоящее время уделяется повышенное внимание вопросу развития методов и средств обнару-
жения компьютерных атак [15]. Необходимость эффективной защиты от современных угроз и обес-
печение безопасности систем и данных связано с увеличением количества, возросшей сложностью и 
появлением новых типов компьютерных атак.  

Наиболее классическим методом для рассматриваемых задач считается сигнатурный. Его пре-
имущество заключается в высокой точности обнаружения известных атак и низкой частоте ложных 
срабатываний, однако недостатком является отсутствие возможности выявлять ранее неизвестные 
атаки. 

Повышенный интерес для исследователей представляют системы обнаружения атак (СОА, IDS) с 
возможностью применения в них одного из методов искусственного интеллекта – машинного обуче-
ния (MO). МО используется для конкретной задачи без применения явных инструкций, за счёт при-
менения решений множества сходных задач. В нем изучаются компьютерные алгоритмы, которые 
могут автоматически улучшаться с помощью опыта и использования данных. 

Существует многочисленное разнообразие различных алгоритмов машинного обучения. Возмож-
ности их применения исследуются на кафедре ИСУиА МТУСИ [1-4, 10-14]. 

Вопросы использования искусственных нейронных сетей (ИНС) для обнаружения компьютерных 
атак активно обсуждаются исследователями в последние годы. Их главное преимущество заключает-
ся в лучшем принятии решений по итогам работы алгоритма и в более высокой производительности. 
ИНС способны самостоятельно оценивать важность различных видов входной информации, работать 
с ещё необработанными данными, а также они могут справляться с шумом и ошибками во входных 
данных, благодаря своей способности обобщать информацию и находить общие закономерности [5]. 

Сложность использования нейронных сетей заключается в выборе архитектуры, подборе данных 
для обучения, построении модели, так как от всего перечисленного зависит качество работы алго-
ритма.  

Проектирование нейронной сети происходило на платформе DataSphere от Яндекса, облачные ре-
сурсы которой масштабируются динамически в соответствии с потребностями, что позволяет сокра-
тить время разработки. Проекты в DataSphere представляют собой интерфейс Jupyter Notebook. Для 
работы с данными используются библиотеки Pandas, NumPy, Scikit-learn и Imblearn для обучения 
нейронной сети – TensorFlow и Keras. 
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Выбор архитектуры нейронной сети 

Грамотный выбор архитектуры нейронной сети может существенно повлиять на ее производи-
тельность, эффективность и способность решать сложные задачи. Подходящая архитектура может 
значительно ускорить процесс обучения, что позволит добиться высоких результатов при более низ-
ких вычислительных затратах. Правильно подобранная архитектура может улучшить точность моде-
ли и способность к решению сложных задач.  

После изучения материалов по теме исследования возникло предположение, что рекуррентные се-
ти (RNN) позволят достичь желаемого результата при обнаружении компьютерных атак, и связано 
это с их способностью работать с последовательными входными данными. 

Во время выполнения определенной итерации в RNN появляется необходимость в информации от 
предыдущих итераций. Проблема таких сетей заключается в запоминании ограниченного количества 
предыдущих шагов, что с ростом расстояния между итерациями связь между ними пропадает. Данная 
трудность решается модификацией RNN, такой как сеть с долгой краткосрочной памятью LSTM, 
специально разработанной для обработки долгосрочных зависимостей [6]. 

Компьютерные атаки обычно происходят в течение определенного промежутка времени, и для 
эффективного обнаружения необходимо учитывать и анализировать предшествующую и последую-
щую активность. LSTM сети могут сохранять и использовать информацию о прошлых входах в тече-
ние длительного периода времени, что позволяет им обнаруживать сложные шаблоны и зависимости 
в последовательностях данных. 

Анализ и предобработка набора данных 

Для обучения нейросетевой модели будет использоваться общедоступный набор данных CSE-CIC-
IDS2018 [7], разработанный Организацией по обеспечению безопасности связи (Communications Se-
curity Establishment) и Канадским институтом кибербезопасности (Canadian Institute for Cybersecurity), 
представленный на Amazon Web Services (AWS). Выбор основывался на новизне, полноте и реально-
сти данных, представленных в наборе. 

Стенд для сбора данных состоял из 50 хостов злоумышленников, 420 клиентских хостов и 30 сер-
веров. Набор включает 10 файлов формата .CSV, представленных на рисунке 1.  

 

Рис. 1. Файлы набора CSE-CIC-IDS2018 

 
Датасет CSE-CIC-IDS2018 состоит из записей признаков сетевых сессий, смоделированных в 

определенные дни. Полный набор данных содержит 15 классов (рис. 2): один из них принадлежит 
легальному пользователю сети (Benign), остальные – типы атак.  
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Рис. 2. Представленные в наборе классы 

При сборе сетевого потока и формировании набора применялся свободно распространяемый ин-
струмент CICFlowMeter.  

После просмотра каждого файла, было выявлено, что 20.02.2018 опубликованы записи, содержа-
щие столбцы «Src IP» (IP-адрес источника), «Flow ID» (идентификатор потока), «Src Port» (порт ис-
точника) и «Dst IP» (IP-адрес получателя), которые отсутствуют в других данных, поэтому стоит уда-
лить перечисленные признаки для корректного объединения данных. 

Уже в соединенном наборе данных насчитывается 80 атрибутов трафика: 79 информационных 
признаков и дополнительно указана категория атаки. Список всех признаков представлен  
на рисунке 3. 

 

Рис. 3. Атрибуты CSE-CIC-IDS2018 

Последний признак Label определяет класс сетевого трафика, к которому относится входной век-
тор (чистый трафик или определенный тип атаки).  

«Timestamp» (время начала потока), «Dst Port» (порт получателя) и «Protocol» (протокол) зло-
умышленник может легко подделать, перечисленные признаки стоит удалить. Таким образом, для 
обучения сети будут использоваться 76 атрибутов сетевого трафика. 

Далее необходимо убедиться, что отсутствуют некорректные значения, такие как «бесконечность» 
и NaN, которые могут помешать дальнейшей обработке данных.  

После нормализации требуется поделить набор на обучающую и тестовые выборки. Для этого ис-
пользуется функция train_test_split с учетом параметра стратификации (stratify), предназначенного 
для разделения примеров всех классов в правильном соотношении. 

На рисунке 4 представлено соотношение записей для каждого класса в объединенном наборе дан-
ных.  
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Рис. 4. Количество записей для каждого класса 

Очевидно, что имеется дисбаланс классов. «Чистый» трафик превышает остальные в несколько 
раз. 

Необходимо выполнить балансировку данных, иначе нейросетевая модель будет склонна предска-
зывать доминирующий класс. Это облегчит обучение и позволит избежать смещения модели в сторо-
ну одного класса.  

Существует два вида балансировки: undersampling и oversampling. Undersampling предполагает со-
хранение всех данных в классе меньшинства и уменьшения размера класса большинства. 
Oversampling позволяет решить проблему увеличением дублированных данных наименьшего класса 
или синтез новых записей из образцов класса меньшинства [8]. 

В работе был выбран один из методов oversampling. Метод синтетической передискретизации 
меньшинства (SMOTE) создает синтетические образцы, заполняя пространство между образцами 
наименьшего класса, путем случайного выбора пары ближайших соседей из одного класса, а затем 
генерации нового образца вдоль линии, соединяющей этих соседей. Это позволяет увеличить количе-
ство образцов наименьших классов. На рисунке 5 представлен код, выполняющий балансировку дан-
ных. 

 

Рис. 5. Балансировка данных 

С помощью параметра sampling_strategy задаем необходимое количество записей для каждого 
класса (рисунок 6). 

 

Рис. 6. Соотношение классов для балансировки SMOTE 
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Для обеспечения одинакового вклада всех показателей в конечный результат проводится процеду-
ра нормализации, что способствует улучшению точности любого нейросетевого алгоритма. Текущий 
этап предобработки является важным перед подачей данных на вход нейронной сети, потому что раз-
личия между порядками значений и их единицами измерений могут быть абсолютно разными и 
несовместимыми друг с другом. 

Метод Z-оценки нормализует данные таким образом, чтобы они имели свойства стандартного 
нормального распределения: среднее значение равно 0 и стандартное отклонение равно 1 [9].  

Математическое представление нормализации Z-оценки продемонстрировано в формуле 1: 

x
normX

X X

σ


 ,                                                                       (1) 

где Xnorm – нормализованное значение, X – исходное значение, X  – среднее значение, xσ  – стан-

дартное отклонение. 
Далее составляется архитектура нейронной сети с применением класса Sequential. Порядок рас-

ставления слоев показан на рисунке 7. 

 

Рис.7. Составление архитектуры НС 

Структура модели нейронной сети, продемонстрировавшая наилучший результат, имеет архитек-
туру, представленную на рисунке 8. 

 

Рис. 8. Архитектура реализованной модели 

Таким образом, спроектированная нейронная сеть содержит входной слой LSTM с 50 нейронами, 
добавляется еще один слой LSTM с 50 нейронами, далее слой Dense c 30 нейронами и функцией ак-
тивации ReLu, после завершающий слой, применяемый для создания скрытых слоев сети, имеет 15 
нейронов и функцию активации softmax. 

Компиляция нейросетевой модели выполняется с использованием метода compile, аргументами 
которого являются функция потерь, оптимизатор и метрика.  

Функцией потерь задается категориальная кросс-энтропия, т.к. нейронная сеть решает задачу мно-
гоклассовой классификации.  

В качестве оптимизатора выбран адаптивный алгоритм, главная идея которого заключается в 
адаптивном изменении скорости обучения для каждого параметра нейронной сети, что позволяет бо-
лее эффективно двигаться в пространстве параметров и быстрее достигать оптимального решения. 

Используемая метрика accuracy предназначена для описания точности предсказания модели по 
всем классам. 



DSPA: вопросы применения цифровой обработки сигналов (№1-2024) 

___________________________________________________________________________________ 
 

48 

Обучение и тестирование нейронной сети 

Обучение модели на основе данных происходит с помощью метода fit. На вход функции подается 
данные для обучения, целевые значения и количество эпох. 

После запуска происходит обучение на указанном количестве эпох, фрагмент которого изображен 
на рисунке 9. 

 

Рис. 9. Обучение модели 

Чтобы оценить качество модели на тестовой выборке используется метод evaluate, предназначен-
ный для оценки уже подготовленной модели (рис. 10). 

 

Рис. 10. Оценка качества модели 

Точность модели на тестовых данных составила 96,3%. 
Графики точности и функции потерь изображены на рисунках 11 и 12. С каждой эпохой точность 

обучения растет, а потери – уменьшаются. 

     

                    Рис. 11. График точности (epochs = 5)                                  Рис. 12. График потерь (epochs = 5) 

 
Однако в случае многоклассовой классификации важно вычислить дополнительные метрики. Для 

этого понадобится функция classification_report (рис. 13). 
 

 

Рис. 13. Вычисление метрик 

 
Отчет о метриках представлен на рисунке 14. 
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Рис. 14. Отчет о метриках по классам 

Precision интерпретируется как доля объектов, которые действительно принадлежат классу, из 
числа объектов, которые были к этому классу отнесены моделью классификации. Recall показывает 
долю объектов, которые были отнесены к данному классу из числа всех объектов, на самом деле дан-
ному классу принадлежащих. Мера F1-scope является комбинированной метрикой, совмещающей в 
себе и precision, и recall. Accuracy – показатель, который описывает общую долю правильных отве-
тов, данных классификатором [10]. 

На рисунке 15 изображена матрица ошибок: 

 

Рис. 15. Матрица ошибок 
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Можно сделать вывод, что разработанная модель нейронной сети справляется с обнаружением 
всех видов атак. Без балансировки данных нейросети при проверке на тестовых данных не удавалось 
распознать атаку SQL Injection. Количество экземпляров этого класса было равно 87, что в несколько 
тысяч раз меньше количества экземпляров атак DDoS attack-HOIC. 

Заключение 

Таким образом, в данной статье разработана нейронная сеть, решающая задачу многоклассовой 
классификации. Выполненная модель выявляет принадлежность сетевой сессии к «чистому» трафику 
или же к одной из видов атак. 

Важным этапом проектирования нейросетевой модели для обнаружения компьютерных атак явля-
ется выбор набора данных для обучения, от полноты и качества которого зависит точность модели и 
ее способность распознавать атаки.  

Над эффективностью модели еще можно работать, например, выполнив более тщательный отбор 
признаков для обучения или подобрав другие параметры для настройки нейронной сети. 
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Аннотация 
Системы поддержки принятия решений находят применение в областях, когда необходимо оказать по-

мощь субъекту в его желании достичь определенного результата путем запроса. В системах с витринами 
разработка осуществляется с учётом требований по доступу и представления информации. При построении 
витрин данных используются схемы типа «Снежинка» или «Звезда». В системах СППР необходимо использо-
вать элементы искусственного интеллекта, как наиболее удобный и обеспечивающий максимально близки  
результат подбора. 

 
Ключевые слова: Система поддержки принятия решений, языковая модель, хранилище данных, витрины 

данных, алгоритмы машинного обучения. 
 

Введение 

С конца прошлого века произошел резкий рост информационных технологий. В 90-х годах учёные 
определили, что количество информации будет удваиваться каждые 18 месяцев, и до недавнего вре-
мени так и было, но сейчас данных настолько много, что появились проблемы с ее хранением, обра-
боткой и передачей [19-42]. В 2022 году было накоплено 97 зеттабайт данных, а в 2025 году данное 
число возрастет до 180 зеттабайт. Для работы с такими объемами информации были придуманы спе-
циальные инструменты и технологии под названием “big data”. 

Избыток информации может привести к неопределенности или неясности получаемого решения. 
Пользователям, работающим с большими объемами данных, сложно сделать осознанный выбор, так 
как их решение может представлять нечеткое множество вариантов. Человек обладает своими пред-
почтениями и критериями, которые определяют его намерения, поэтому добавление экспертной 
оценки с учетом этих признаков способствует получению ясного решения. В связи с этим, разработка 
систем поддержки принятия решений (СППР) является логичным выходом из такой ситуации. Такие 
системы помогают принимающему решение человеку достичь желаемого результата на основе его 
запросов. СППР являются программным обеспечением, которое помогает в принятии решений, но не 
принимает решения за пользователя, основные способы организации систем поддержки принятия 
решений рассматриваются в работах [1, 2]. 

Существует несколько видов организации хранения данных в СППР. Системы поддержки с вит-
ринами данных встречаются в крупных организациях, управление которой производится децентрали-
зовано, то есть предприятие разделено на независимые подразделения, у которых есть свои отделы 
информационных технологий. Функциональная СППР не лучший выбор для крупных организаций, 
поэтому её используют предприятия с недостаточно развитой информационной инфраструктурой. 
СППР с двухуровневой архитектурой используют организации с централизованным управлением. 
Для управления данной СППР у предприятия имеется единый информационный отдел, который 
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настраивает централизованное хранилище, ведь для работы с ним вся организация должна согласо-
вать все определения и процессы преобразования данных. СППР с трёхуровневой архитектурой ис-
пользуют очень богатые организации, которые могут поддерживать функционирование, как и храни-
лища данных, так и витрины данных. 

В данной статье будет рассмотрена система с независимыми витринами данных, поскольку в далее 
рассмотренной области ее преимущества наиболее эффективны, схематичное изображение которой 
представлено на рисунке 1. Легкость внедрения витрин данных, позволяющих расширить ряд ответов 
на пользовательские запросы, объединенные по какому-либо критерию, позволяет увеличить оборот 
информации и степень производительности системы, за счет масштабируемости ее структуры и ко-
личества выданных решений. Вышеперечисленные преимущества, получаемые за счет построения 
такой архитектуры хранения являются главенствующими, на которых основан данный выбор содер-
жания данных.  

Однако, способность к обработке и хранению большого количества информации, является и недо-
статком, поскольку в рассматриваемой архитектуре возможно дублирование данных, ведущее к пере-
грузке системы в случае слабого уровня их структурированности и связанности. Витрины данных 
представляют собой небольшие срезы информации из хранилища данных, специализирующиеся на 
конкретном спектре аналитических задач, их построение может быть выполнено на основе реляцион-
ной базы данных. Программное обеспечение, выше рассмотренного решения может реализовываться 
за счет продуктов компании Microsoft – MS SQL Server, SQL Server Analytics Server и SQL Server 
Integration Services.  

Источник
данных

Источник
данных

Источник
данных

Витрина
данных

Витрина
данных

 

Рис. 1. Структура СППР с независимыми витринами данных 

Моделирование витрин данных происходит с учётом требований по доступу к данным и представ-
ления информации. При построении витрин данных используются схемы типа «Снежинка» или 
«Звезда». В данной архитектуре в основании находится таблица фактов, которая связана с таблицами 
измерений. Благодаря такому построению, можно ответить на множество аналитических вопросов. 
Говоря о фактах, нужно понимать, что факты — это величины, обычно числовые, хранящиеся в таб-
лице фактов и являющиеся предметом анализа. Примеры фактов для нашей предметной области: ин-
тересы человека, пол, возраст и т.д. 

Хранилища данных являются частью системы поддержки принятия решений, которые можно от-
нести к подсистеме конфигурирования. Подсистема конфигурирования выполняет целевую функцию 
- обрабатывает, хранит данные и взаимодействует с ними посредством выбора решения, генерируе-
мого моделями. Также эта подсистема может включать в себя группу экспертов, ответственных за 
принятое моделью решение. Стоит понимать, что хранилище данных может быть представлено фи-
зическим устройством – это технология, которая используется для сохранения информации. На такое 
устройство можно записывать или читать данные в различных форматах, например, в виде файлов, 
таблиц или блоков. Эти устройства могут находиться как на той же машине, так и удаленно, напри-
мер, в облачном хранилище. Крупные хранилища данных обычно состоят из нескольких физических 
устройств, расположенных в разных местах мира.  
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Программные системы и сервисы абстрагируют пользователей от деталей работы с физическими 
устройствами хранения данных. Поэтому хранилищем может быть, как и твердотельный накопитель 
в виде SSD, HDD или флеш-памяти, так и RAID массив дисков. Программно это может быть реали-
зовано с помощью технологий баз данных, которые будут функционировать на физических устрой-
ствах. Не менее важной является подсистема сбора информации, поскольку она отвечает за получе-
ние критериев от лица, принимающего решение и их валидацию.  

 

Рис. 2. Схематичное представление архитектуры СППР 

Также в эту подсистему могут входить алгоритмы и методы поиска информации в глобальной се-
ти для заполнения ими хранилищ данных, если это требуется. Также в СППР можно выделить подси-
стему отчётности, предназначенную для формирования графиков, отчетов или решений, а также их 
визуализации у удобном для пользователя виде. Вышеописанная общая архитектура продемонстри-
рована на рисунке 2.  

Для более детального и эффективного рассмотрения функциональных особенностей системы под-
держки принятия решений, необходимо в предметной области, определить сферу персональных ре-
комендаций по подбору подарка. 

Подарок является одним из способов проявления внимания или символов выражения эмоций, что 
способствует созданию положительных эмоций в межличностном общении. В сегодняшних реалиях 
выбор подарка нередко оказывается трудновыполнимым занятием. Экспоненциальный рост количе-
ства маркетплейсов, торговых площадок и оффлайн-магазинов привело к разрастанию ассортимента 
товаров и их аналогов, что явно приводит к усложнению выбора. Ограниченность во времени накла-
дывает дополнительный стресс на человека, принимающего решение. Более подробно о способах ор-
ганизации баз данных и хранилищ данных рассматриваются в работах [3-7]. 

Система по подбору подарков должна обеспечивать пользователя минимальным набором возмож-
ных вариантов, минимизируя временные затраты и производя выборку товаров на основе определен-
ных критериев. Поэтому, вводимые критерии, лицом, принимающим решения, представляют собой 
нечеткое представление о желаниях другого человека. Таким образом, СППР нацелена на разработку 
и обработку критериев запроса на основе интеллектуальных методов, которые будут принимать 
определённые значения из допустимого диапазона. 
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Результаты исследования 

Разрабатываемая система нацелена на формирование персональных рекомендаций, поэтому зада-
чи, решаемые с ее стороны, будут относится к классу “толерантных”. 

С помощью блоков сбора информации, данные, поступающие в систему, будут выражены в виде 
естественного языка, которые будут обрабатываться на этапе моделирование. На данном этапе СППР 
делятся на три вида: использующие либо численные модели, либо модели на основе теории игр, либо 
статистические модели и машинное обучение. Численное моделирование описывает исследуемый 
объект в виде уравнений и неравенств и преобразовывает это в математическую модель. Модели на 
основе теории игр используют соответствующий математический метод, и лучше подходят для стра-
тегических решений. Модели на основе машинного обучения используют математическую статисти-
ку и основанные на ней нейронные сети, чтобы сделать точный прогноз на основе имеющихся дан-
ных, данный подход применяется в интеллектуальных СППР. Методы и алгоритмы рассматриваемо-
го способа будут исследованы далее. 

Классификация входных данных 

Система поддержки принятия решений по подбору подарков основывается на анализе введенных 
данных пользователем, которые представлены естественным языком. Таким образом, существует ряд 
задач, возлагаемых на машинное обучение – классификация текста, распознавание текстовых сущно-
стей, генерация ответного сообщения. 

Классификация текста является начальным этапом обработки естественной речи. Метод опорных 
векторов (англ. support vector machine, SVM) часто используется для решения задач классификации 
данных, с помощью их разделения с помощью гиперплоскости в n-мерном пространстве, что показа-
но на рисунке 3. 

На данном рисунке продемонстрировано разделение объектов выборки на два класса: 1Y  и 2Y . За-

крашенные круги относятся ко второму классу, а полые круги к первому классу. Параметр 2 w   

определяет расстояние между граничными объектами разных классов и задаёт полосу, которая не 
должна содержать объекты выборки. 

Y2

Y1  

Рис. 3. Классификация на разделимой выборке 

 
Данный алгоритм может работать, как на линейно-разделимой выборке, так и на неразделимых 

данных. Цель классификатора заключается в подборе весов уравнения разделяющей гиперплоскости 
с оптимальным разделение классом (1). 

1

( ) ( , ) ( )i i
i

a x sign w x b sign w x b


     
  

     (1) 
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где ( , , )i nx x x


  - вектор значений признаков объекта, а ( , , ) n
i nw w w R 


  и b R  - параметры ги-

перплоскости, определяющие значение классификатора ( )a x


. 

Под оптимальным разделение понимается минимизация функции потерь и максимизации зазора 
между классами, при этом допустимо появление ошибок классификации, объекты выборки попада-
ющие на границы гиперплоскости будут называться опорными векторами (круги, пересеченные ли-
ниями). Ранее был рассмотрен случай классификации объектов линейно-разделимой выборки, чтобы 
классифицировать признаки нелинейного вида алгоритм опорных векторов имеет модификацию в 
виде ядер. Построение границы разделения классов в таком случае может быть представлено в виде 
радиально-симметричного колокола, полиномиальную функцию в пространство признаков или сиг-
моидной функцией, что продемонстрировано на рисунке 4. 

 

 

Рис. 4. Классификация с неразделимой выборкой 

Таким образом, применение алгоритма опорных векторов в разработке системы поддержки приня-
тия решений по подбору подарков является наиболее эффективным решением, поскольку данный 
алгоритм обладает высокой точностью, способен работать с небольшими выборками данных, мини-
мально склонен к переобучению, что обеспечивает производительность алгоритма, а также обладает 
малым количеством гиперпараметров, что позволяет увеличить скорость классификации, c дополни-
тельной информацией об алгоритме SVM и классификации можно ознакомиться в работах [8-10]. 

Рассмотрим систему поддержки принятия решений, входными данными которой являются пол, 
возраст, интересы человека. На основе первых двух параметров можно классифицировать пользова-
телей по критерию дохода. Пусть входными данными будут являться мужчина 50 лет и женщина 30 
лет, определим исходные значения коэффициентов 1, 2, 0.5,0.49, 25w w b   . Тогда, применяя формулу 
сигмоиды (1) можно разделить входные данные на два класса, исходя из полученного значения 
функции 0.6201 и 0.0244 соответствующим исходным наблюдениям. Применимо к проектируемой 
системе поддержки принятия решений можно определить абстрактную границу, где значения функ-
ции большее 0.5 означает уровень финансовой обеспеченности средний или выше среднего, и, если 
меньше 0.5, то ниже среднего соответственно. Разделение входной выборки на классы в дальнейшем 
позволит генерировать более точные персональные рекомендации с учётом достатка пользователя. 

Вероятностное распределение 

Структура, направленная на создание правил из полученного текста, может быть представлена к, 
поскольку языковые модели базируются на теории вероятностей, последовательность слов для 
наблюдаемых параметров принимает определённый вид (2). 
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* arg max ( | )
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( )

arg max ( | ) ( )

W P W X

P X W P W

P X

P X W P W

 

                                                               (2) 

где W – конечный набор слов, X – конечная последовательность параметров сигнала. 
 Таким образом, вероятность появления в естественной речи заданного набора слов, выражается с 

помощью вероятности языковой модели (3). 

1

1 1
1

( ) ( , , )

( | , , )

n

N

n n
n

P W P w w

P w w w 


 






                                                                (3) 

Однако, в такой модели существует ограничение максимальной длины контекста, исходящее из 
размера обучаемых данных, но также точность предсказания подбора уменьшается при небольшой 
последовательности искомых слов, что негативно сказывается при аппроксимации функции произве-
дения вероятностей. Вышерассмотренная техника также называется векторным представлением, бо-
лее подробный анализ о вероятном распределении рассказано в работах [11-12]. 

Используя модель lm_1b данные функции можно представить в программном виде, как это пока-
зано на рисунке 5.   

 

Рис. 5. Нахождение вероятностей с помощью языковой модели 

Обозначения <S> и </S> означают начало и конец предложения. Данная статистическая n-грамная 
модель языка позволит подсчитать вероятностное появление слова с учётом предыдущего.  

На основе данных появления встречающихся слов модель составляет определенные правила и 
прецеденты для генерации будущего ответа. Данный факт способствует улучшению производитель-
ности, поскольку при постоянном обучении модели будут создаваться и укрепляться определенные 
закономерности, влияющие на генерацию более явного и подходящего под ситуацию пользователя 
решения. Таким образом, создаваемые правила характеризуют продукционную модель представления 
знаний, позволяющую представлять знания в виде предложений типа «Если (условие), то (дей-
ствие)». Накапливая знания и правила, происходит построение базы знаний – не менее важного ком-
понента интеллектуальной системы, позволяющего решать вопросы предметной области, основыва-
ясь на информации, хранимой в ней и прецедентных случаях. 

 
Токенизация текста 

 
Модели классификации и извлечения информации подготавливают набор данных для основной 

обработки и генерации ответа. Для получения решения, рассматриваемая СППР по подбору подарков 
использует нейронную языковую модель GPT, задачей которой будет являться генерация предложе-
ния для пользователя. Полученные выделенные слова преобразуются в токены (некоторая числовая 
последовательность, представленная на рисунке 6), поскольку машинное обучение более производи-
тельно работает с таким типом данных.  

В рассматриваемом случае, в качестве алгоритма токенизации выбран Byte Pair Encoding, позво-
ляющий создавать токены на основе частей слов, что решает проблему создания огромного списка 
чисел-слов при токенизации целого слова и увеличивает производительность модели, недостаточную 
при создании списка число-буква.  
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Рис. 6. Листинг токенизации 

Библиотека GPT2Tokenizer преобразует необработанные строки в целочисленные последователь-
ности. Для получения соответствующего результата необходимо использовать метод получения то-
кенов encode и обратный ему по процессу метод decode. 

На выше представленном рисунке продемонстрирован процесс присвоения определённого фикси-
рованного значения каждому слогу или слову во входном тексте. Так, например, имея исходный 
текст: «Нейронные сети для подарков», получаем последовательность токенов для каждого слова в 
попарном порядке: [24124, 11891, 939, 26906]. 

Языковая модель рассчитывает вероятностное появления следующего токена, соответственно, в 
ходе генерации предложения будут вычислены вероятности появления токенов, полученные на этапе 
обучения модели (процесс схожий с процессом модели lm_1b), подробнее о токенизации рассказано в 
работе [13]. 

Генерация персональной рекомендации 

Для создания рекомендации GPT использует алгоритм сэмплирования Beam Search, который в хо-
де генерации позволяет получить дерево токенов и выбрать наиболее реалистичный из них, как это 
показано на рисунке 7. Данный алгоритм обладает высокой связанностью, однако при генерации но-
вого узла для сохранения оптимального времени и памяти, рассматриваемый метод генерирует новые 
ветви только из лучшего узла-кандидата. 

 

Рис. 7. Схематичное изображения работы Beam Search 

Данный алгоритм выбирает несколько токенов, основываясь на условной вероятности. Таким об-
разом, генерируемый ответ может содержать несколько лучших альтернатив. 
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После того, как поступившая информация была проанализирована и обработана всеми вышеупо-
мянутыми моделями несколько раз, подсистема принятия решений получает некоторое количество 
вариантов ответа. Руководствуясь метриками моделей и адекватностью принятых решений, подси-
стема выдвигает наиболее эффективные и рациональные версии, что показано на рисунке 8. 

 

 

Рис. 8. Листинг сэмплирования Beam Search 

Как упоминалось ранее, данный способ сэмплирования имеет несколько вариантов сгенерирован-
ного текста, однако на выходе модель выбирает вариант с наибольшей уверенностью в реалистично-
сти текста, обусловленной связанностью ранее сгенерированных токенов. 

Подсистема отчетности, визуализирующая результат работы моделей, является последней состав-
ляющей всей системы. Доступ к которой будет осуществляться через интернет посредством веб-
приложения, расположенного в интернет-пространстве в виде веб-страницы. На сайте отсутствует 
регистрация и авторизация, то есть любой желающий может воспользоваться данным сервисом. Ин-
терфейс содержит несколько окон сбора информации, которые будут являться критериями для пред-
сказаний. В качестве обрабатываемых данных будут рассматриваться пол (мужской или женский), 
возраст (в числовом значении), интересы человека. Веб-приложение будет выводить информацию в 
специальном окне вывода, содержащем фотографии и текстовое описание. Система будет подбирать 
некоторое количество возможных вариантов подарков, полученных после обработки введенных дан-
ных пользователем.  

Проектируемая модель, использующая вышеописанные алгоритмы и методы, принимающая вход-
ные данные в виде текста: «Что подарить мужчине 50 лет, который любит рисовать красками?», вы-
даёт персональную рекомендацию, представленную на рисунке 9 – «Подарите ему набор кистей для 
рисования». Что доказывает корректность работы модели, поскольку персональная рекомендация 
относится непосредственно к предметной области, определенной в вопросе. Более подробно об этом 
можно почитать в работах [14-18]. 

 

Рис. 9. Верная персональная рекомендация 

Заключение 

Подводя итоги, рассматриваемая система поддержки принятия решений по подбору подарков 
направлена на обработку и анализ, поступающей информации от пользователя, преобразования и 
классификация её для получения персональных рекомендаций. Разрабатываемая система обладает 
возможностью хранения данных, как и от лица принимающего решения, так и от других источников.  
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Основой для принимаемых решений являются языковые модели обработки естественного языка, 
направленных на генерацию явного решения. Поскольку данная СППР спроектировано на основе 
машинного обучения, она обладает вероятностью ошибочного или не совпадающего с мнением поль-
зователя прогноза. Результат предсказания представляет собой зависимый параметр, коррелирующий 
некоторыми параметрами: качество обучения моделей, входные данные и прошлые прогнозы.  
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СРАВНЕНИЕ РЕЗУЛЬТАТОВ ОБУЧЕНИЯ НА СОБСТВЕННОМ  
НАБОРЕ ДАННЫХ С ИСПОЛЬЗОВАНИЕМ МОДЕЛИ ОБНАРУЖЕНИЯ 
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Аннотация  
В статье представлены сравнение результатов обучения nano, small, medium модели YOLOv8. Обучение 

происходило на видеокарте GeForce GTX 1050 Ti. Собственный набор данных – это изображения куриных яиц 
категории С1, отсортированные на 7 классов. Набор данных состоит из 3200 изображений. Классы: «White», 
«Brown», «Dirt», «Mark», «Shellbroken», «Ovoscope», «Ovoscopecrack».  

 
Ключевые слова: Машинное обучение, YOLO, YOLOv8, модель nano, модель small, модель medium, Python, 

Машинное зрение, Техническое зрение, Метрики обнаружения объектов, Object Detection Metrics, Классовые 
метрики, Class-wise Metrics, chicken eggs, куриные яйца, овоскопирование, овоскоп, обучение на CUDA, GeForce 
GTX 1050 Ti, Nvidia, Anaconda, PyTorch, Roboflow, PyCharm Professional, Окская птицефабрика (АО «Окское»), 
птицефабрика Волжанин (ОАО «Волжанин»). 

 

Введение 

YOLO (You Only Look Once – «Смотришь только один раз»), популярная модель для обнаружения 
объектов и сегментации изображений, была разработана Джозефом Редмоном и Али Фархади из Ва-
шингтонского университета. Запущенная в 2015 году, YOLO быстро обрела популярность благодаря 
своей высокой скорости и точности. 

YOLOv8 – последняя версия YOLO от Ultralytics. Будучи передовой, современной моделью, 
YOLOv8 основана на успехе предыдущих версий, внедряя новые функции и усовершенствования для 
повышения производительности, гибкости и эффективности. 

YOLOv8 поддерживает полный спектр задач в области компьютерного зрения, включая обнару-
жение, сегментацию, оценку позы, отслеживание и классификацию. Это многосторонность позволяет 
пользователям использовать возможности YOLOv8 в самых разнообразных приложениях и сферах 
деятельности [1]. 

Обнаружение объектов – это задача, которая включает идентификацию местоположения и класса 
объектов на изображении или видео. 

Результат работы детектора объектов – это набор ограничивающих рамок, которые заключают в 
себе объекты на изображении, вместе с метками классов и уровнями достоверности для каждой рам-
ки [2]. 

Результаты исследований 

Архитектура YOLOv8 
У YOLOv8 мало публикаций, поэтому нам не хватает прямого представления о методологии пря-

мого исследования, проведенных во время его создания. С учетом сказанного мы проанализировали 
репозиторий и доступную информацию о модели, чтобы начать документировать то, что нового по-
явилось в YOLOv8. [3] 
Модели YOLOv8 

Предобученные модели YOLOv8 Detect [2] представлены на рисунке 1.  
Серия YOLOv8 предлагает разнообразные модели, каждая из которых специализирована для кон-

кретных задач в компьютерном зрении. Эти модели разработаны для удовлетворения различных тре-
бований, от обнаружения объектов до более сложных задач, таких как сегментация экземпляров, 
определение позы/ключевых точек и классификация [4]. 
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Рис. 1. Подробная визуализация архитектуры сети YOLOv8  

 

Рис. 2. Оценка точности распознавания моделей YOLOv8 Detect 

 

Рис. 3. Модели YOLOv8 

В данной статье будут рассмотрены следующие модели обнаружения:  
«YOLOv8n.pt» – модель Nano. Самая легкая и компактная модель. Имеет меньшее количество 

слоев и меньшую размерность фильтров, что делает ее идеальной для использования на системах с 
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ограниченными вычислительными ресурсами, таких как мобильные устройства или встроенные си-
стемы. Модель Nano обычно обеспечивает наименьшую скорость обработки, но также имеет 
наименьший объем тренировочных данных. 

«YOLOv8s.pt» – модель Small. Имеет больше слоев и большую размерность фильтров, что обеспе-
чивает более высокую точность обнаружения объектов, чем модель Nano, но все еще использует 
меньше ресурсов обеспечивает среднюю скорость обработки и может быть использована в широком 
спектре приложений. 

«YOLOv8m.pt» – модель Medium. Имеет большее количество слоев и большую размерность филь-
тров, что позволяет получить наиболее точные результаты обнаружения объектов. Однако модель 
Medium также требует наибольших вычислительных ресурсов и может работать медленнее, чем дру-
гие модели. Модель Medium обычно используется в приложениях, где точность более важна, чем 
скорость. 

Информация о собственном наборе данных «КУРИНЫЕ ЯЙЦА КАТЕГОРИИ С1» 

Набор данных состоит из 3200 изображений с разрешением 1200х1600 пикселей и делится на семь 
классов: «White», «Brown», «Dirt», «Mark», «Shellbroken», «Ovoscope», «Ovoscopecrack».  

Таблица 1 
Описание классов 

Класс Описание Количество изображений
«White» Чистые белые яйца птицефабрики АО «Окское» 705 шт. 

«Brown» Чистые коричневые яйца птицефабрики ОАО «Волжа-
нин» 687 шт. 

«Dirt» Белые и коричневые яйца с грязью, пометом, пигмент-
ными пятнами, в том числе и с применением овоскопа. 1677 шт. 

«Mark» Маркировки Российских птицефабрик АО «Окское» и 
АО «Волжанин». 591 шт. 

«Shellbroken» Разбитая белая и коричневая скорлупа (без желтка и 
белка). 592 шт. 

«Ovoscope» 

Целые белые и коричневые яйца. Фотографии сделаны 
с боковой и тупой сторон яица (применялся овоскоп). 
Белые яйца при просвечивании овоскопом имеют жел-
тый и бело-прозрачные оттенки, коричневые – красно-
ватый. 

588 шт. 

«Ovoscopecrack» Скрытые дефекты на белых и коричневых яйцах - мик-
ротрещины (применялся овоскоп). 585 шт. 

 
Овоскопирование – методика оценки качества инкубационного яйца и развития зародыша с по-

мощью просвечивания на специальном приборе – овоскопе. 

Аннотация изображений в собственном наборе данных «КУРИНЫЕ ЯЙЦА КАТЕГОРИИ С1» 

Аннотации изображений – это технология маркировки и классификации цифровых изображений 
для обучения моделей AI/ML. Он обеспечивает обучение с учителем для алгоритмов машинного 
обучения, помечая на изображении атрибуты, необходимые системе для обнаружения, и компили-
руя эти помеченные данные в обучающий набор [5]. 

Аннотация изображений, в количестве 5425 штук была проведена вручную в онлайн сервисе 
«ROBOFLOW» [6].  

 
Рис. 4. Аннотация классов White, Brown», Dirt», Mark 
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Рис. 5. Аннотация класса «Shellbroken» 

 
Рис. 6. Аннотация классов только белых яиц «Ovoscope» и «Mark» 

 
Рис. 7. Аннотация классов только коричневых яиц «Ovoscope» и «Mark» 

 

Рис. 8. Аннотация класса «Ovoscopecrack» 

Компиляция помеченных данных собственного  
набора в обучающий набор 

Обучающий набор состоит из трех частей и был собран в онлайн системе Roboflow. 
Для обучения на YOLOv8 нужно 640х640 пикселей. В сервисе «ROBOFLOW» при генерировании 

версии датасета это настройка задаётся. В ходе сборки версии была выбрана авто ориентация – «Ap-
plied», размер 640x640. Аугментация была отключена. 

Аугментация – это процесс создания перестановок существующих изображений в наборе данных 
для создания новых изображений. Например, вы можете увеличить изображение, увеличивая и 
уменьшая яркость. Это поможет модели научиться лучше распознавать интересующие объекты в 
различных условиях освещения. Вы можете увеличивать, изменяя угол изображения, помогая модели 
обнаруживать объект под разными углами [7]. 
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Таблица 2 
Разбиение обучающего набора данных 

Папка Количество изображений
Тренировочные 2896 шт. (91%)
Валидационные 264 шт. (8%)

Тестовые 40 шт. (1%)
 

Экспорт обучающего набора из системы «Roboflow» 

Для дальнейшей работы на локальной ЭВМ нужно экспортировать данные и онлайн системы  
«Roboflow». 

  

Рис. 9. Конвертация, экспорт и просмотр содержимого 

Сведения о локальной системе ЭВМ 

Таблица 3 

Сведения о локальной системе ЭВМ 

Процессор (CPU) 

Наименование: AMD Ryzen 9 5900X 
Тактовая частота: 3.7 ГГц
Логических процессоров: 24
Физических 
процессоров:

12 

Оперативная память 
(RAM) 

Объем: 32 Гб
Тип: DDR4
Латентность: СL17
Тайминги: 17-17-39

Видеокарта (GPU) 

Название: 
NVIDIA GeForce GTX 
1050 Ti

Объем памяти: 4 Гб
Версия драйвера: 546.17
Версия CUDA: 12.3

Характеристики  
Windows 

Выпуск: Windows 10 Pro 
Версия: 21H1
Сборка ОС: 19043.1288
Разрядность: 64 bit

Веб-камера 

Модель: 
Logitech HD Webcam 
C310

Разрешение: 1280x720 (720p) 
Частота кадров: 30 Гц
Матрица: 0.3 Мпикс, CMOS 
Тип фокусировки: Фиксированный фокус 
Поле зрения по 
диагонали:

60 ° 

Подключение: USB 2.0
Anaconda Navigator Версия: 2.5.0

PyCharm Professional Версия: 2022.2.1
Python Версия: 3.11.5
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Установка необходимых библиотек на локальной системе ЭВМ 

Устанавливаем YOLOv8 через пакет ultralytics pip для последнего стабильного выпуска. Команда 
для установки: pip install ultralytics [8] 

Официальные разработчики YOLOv8 рекомендуют установить отдельно PyTorch. Для этого вос-
пользуемся командой: conda install pytorch torchvision torchaudio pytorch-cuda=12.1 -c pytorch -c nvidia 
[9] 

CUDA – общая архитектура параллельных вычислений и модель программирования, разработан-
ная NVIDIA для своих видеокарт, то есть графических процессоров (GPU). Используя CUDA, разра-
ботчики PyTorch могут значительно повысить скорость обучения моделей PyTorch за счет эффектив-
ного использования ресурсов графического процессора. 

В коде с ускорением на GPU последовательная часть задачи выполняется на CPU для оптимизации 
однопоточной производительности, в то время как часть с интенсивными вычислениями, такая как 
код PyTorch, выполняется на тысячах ядер GPU параллельно через CUDA [10]. 

Таблица 4 

Установленные библиотеки 

Наименование библио-
теки

Версия 

Numpy 1.24.3
Torch 2.1.1

Torchvision 0.16.1
Tqdm 4.66.1

ultralytics 8.0.217
 

Общий алгоритм обучения с помощью моделей YOLOv8 

Для обучения модели используются «yolov8n.pt», «yolov8s.pt», «yolov8m.pt» которые скачиваются 
с официального сайта автоматически при использовании следующего кода на Python [11]. 

from ultralytics import YOLO 
# Load a model 
model = YOLO('файл_модели.pt')  
# Подставляйте yolov8n.pt, yolov8s.pt или yolov8m.pt 

Продолжим код и добавим следующие аргументы. Полный список аргументов на официальном 
сайте Ultralitics [11]. 

# Train the model 
    results = model.train( 
    amp=False, #Автоматическое обучение смешанной точности. Если убрать, то будет по умолчанию 
обучение на Nano 
    plots=True,#Cохранение графиков и изображений во время тренировки /val 
    data='data.yaml', #Путь к файлу данных (скачанный датасет с ROBOFLOW) 
    epochs=100, #Количество эпох 
    imgsz=640, #Размер входных изображений как целое число 
    batch=4, #Количество изображений в пакете (-1 для автоматической выборки) 
    name='ПРИДУМАЙ_НАЗВАНИЕ', #Название эксперимента. Будет создана папка 
    patience=25, # периоды ожидания отсутствия заметных улучшений для раннего прекращения 
тренировок 
    save=True, #Cохраняйте контрольные точки обучения и прогнозируйте результаты 

Метрики обнаружения объектов (Object Detection Metrics) 

Пересечение через объединение (IoU) — это мера, которая количественно определяет перекры-
тие между предсказанным ограничивающим прямоугольником и базовым ограничивающим прямо-
угольником истинности. Она играет фундаментальную роль в оценке точности локализации объекта. 
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Average Precision (AP): AP вычисляет площадь под кривой точности воспроизведения, предо-
ставляя единственное значение, которое инкапсулирует точность модели и производительность вос-
произведения. 

Средняя точность (Mean Average Precision) (mAP): mAP расширяет концепцию AP путем вы-
числения средних значений AP для нескольких классов объектов. Это полезно в сценариях обнару-
жения многоклассовых объектов для обеспечения всесторонней оценки производительности модели. 

Точность и отзыв (Precision and Recall): Точность определяет долю истинных срабатываний 
среди всех положительных прогнозов, оценивая способность модели избегать ложных срабатываний. 
С другой стороны, Recall вычисляет долю истинных положительных результатов среди всех фактиче-
ских положительных результатов, измеряя способность модели обнаруживать все экземпляры класса. 

F1 Score: Оценка F1 – это среднее гармоническое значение точности и отзыва, обеспечивающее 
сбалансированную оценку производительности модели с учетом как ложноположительных, так и 
ложноотрицательных результатов. [12] 
Классовые метрики (Class-wise Metrics) 

Class: обозначает имя класса объектов, например "человек", "автомобиль" или "собака". 
Images: этот показатель показывает количество изображений в наборе проверки, содержащих 

класс объекта. 
Instances: это позволяет подсчитать, сколько раз класс появляется во всех изображениях в наборе 

проверки. 
Box(P, R, mAP50, mAP50-95): Этот показатель дает представление о производительности модели 

при обнаружении объектов: 
1) P (точность): точность обнаруженных объектов, указывающая, сколько обнаружений было пра-

вильным. 
2) R (отзыв): Способность модели идентифицировать все экземпляры объектов на изображениях. 
3) mAP50: Средняя точность, рассчитанная при пересечении порога превышения union (IoU) 0,50. 

Это показатель точности модели, учитывающий только "простые" обнаружения. 
4) mAP50-95: Среднее значение средней точности, рассчитанное при различных пороговых значе-

ниях IoU в диапазоне от 0,50 до 0,95. Это дает полное представление о производительности модели 
на разных уровнях сложности обнаружения. 

mAp: Подходит для широкой оценки характеристик модели. 
IoU: Необходима, когда решающее значение имеет точное местоположение объекта. 
Precision: Важна, когда приоритетом является минимизация ложных обнаружений. 
Recall: Жизненно важно, когда важно обнаруживать каждый экземпляр объекта. 
F1 Score: Полезно, когда необходим баланс между точностью и запоминанием [12]. 

Результаты обучения на модели Nano 

Установленные аргументы: epochs=100, batch=4, patience=25, imgsz=640. На обучение ушло 64 
эпохи (CUDA). Затрачено времени: 2.62 часа.  

 

Рис. 10. Успешное завершение обучения на модели Nano 
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Таблица 5 

Результаты обучения на модели Nano 

Класс Images 
Instanc-

es 
Box (P) Box (R) 

Box 
(mAP50) 

Box 
(mAP50-

95) 
all 264 492 0.82 0.818 0.822 0.788 

«Dirt» 264 196 0.294 0.117 0.0933 0.0301 
«Mark» 264 61 0.985 0.803 0.914 0.777 

«Ovoscope» 264 77 0.95 1 0.987 0.987 
«Ovoscopecrack» 264 75 0.997 0.987 0.992 0.992 

«Shellbroken» 264 64 0.951 1 0.985 0.981 
«White» 264 19 0.746 1 0.959 0.959 

 

 

Рис. 11. График метрик «P», «R», «mAP50», «mAP50-95» после завершения обучения на модели Nano 

 

 

Рис. 12. Графики «train/box_loss», «train/cls_loss», «train/dfl_loss», «metrics/precision(B)», «metrics/recall(B)», 
«val/box_loss», «val/cls_loss», «val/dfl_loss», «metrics/mAP50(B)», «metrics/mAP50-95(B)»  

после завершения обучения на модели Nano. 

 

Рис. 13. Результаты правильного распознавания «тестовых» изображений на модели Nano 
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Результаты обучения на модели Small 

Установленные аргументы: amp=False, epochs=100, batch=4, patience=25, imgsz=640. На обучение 
ушло 44 эпохи (CUDA). Затрачено времени: 3,955 часа.  

Таблица 6 

Результаты обучения на модели Small 

Класс Images Instances Box (P) Box (R) Box (mAP50) Box (mAP50-95)
all 264 492 0.793 0.86 0.82 0.781 

«Dirt» 264 196 0.184 0.194 0.132 0.043 
«Mark» 264 61 0.958 0.967 0.963 0.829 

«Ovoscope» 264 77 0.967 1 0.993 0.991 
«Ovoscopecrack» 264 75 0.972 1 0.995 0.995 

«Shellbroken» 264 64 0.94 1 0.982 0.972 
«White» 264 19 0.738 1 0.858 0.858 

 

 

Рис. 14. Успешное завершение обучения на модели Small 

 

Рис. 15. График метрик «P», «R», «mAP50», «mAP50-95» после завершения обучения на модели Small 

 

Рис. 16. Графики «train/box_loss», «train/cls_loss», «train/dfl_loss», «metrics/precision(B)», «metrics/recall(B)», 
«val/box_loss», «val/cls_loss», «val/dfl_loss», «metrics/mAP50(B)», «metrics/mAP50-95(B)»  

после завершения обучения на модели Small 
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Рис. 17. Результаты правильного распознавания «тестовых» изображений на модели Small 

Результаты обучения на модели Medium 

Установленные аргументы: amp=False, epochs=100, batch=4, patience=25, imgsz=640. На обучение 
ушло 74 эпохи (CUDA). Затрачено времени: 16,954 часа.  

Таблица 7 

Результаты обучения на модели Medium 

Класс Images Instances Box (P) Box (R) Box (mAP50) Box (mAP50-95)
all 264 492 0.816 0.834 0.814 0.784

«Dirt» 264 196 0.285 0.0969 0.107 0.0367
«Mark» 264 61 0.982 0.917 0.958 0.85 

«Ovoscope» 264 77 0.967 1 0.991 0.991
«Ovoscopecrack» 264 75 0.99 0.987 0.995 0.995

«Shellbroken» 264 64 0.935 1 0.975 0.973
«White» 264 19 0.735 1 0.862 0.862

 

 

Рис. 18. Успешное завершение обучения на модели Medium 

 

Рис. 19. График метрик «P», «R», «mAP50», «mAP50-95» после завершения обучения на модели Medium 
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Рис. 20. Графики «train/box_loss», «train/cls_loss», «train/dfl_loss», «metrics/precision(B)», «metrics/recall(B)», 
«val/box_loss», «val/cls_loss», «val/dfl_loss», «metrics/mAP50(B)», «metrics/mAP50-95(B)»  

после завершения обучения на модели Medium 

 

Рис. 21. Результаты правильного распознавания «тестовых» изображений на модели Medium 

 

Сравнение результатов обучения на моделях обнаружения Nano, Small и Medium 

 

Рис. 22. График сравнения метрик «P», «R», «mAP50», «mAP50-95» моделей Nano, Small и Medium 
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В ходе анализа графиков выясняется, что класс «all» (общий параметр всех классов) имеет высо-
кие показатели точности по P=0,82; mAP50=0,822; mAP50-95=0,788 в модели Nano и R=0,86 в модели 
Small. 

Класс «Dirt» имеет высокие показатели точности по P=0,29 в модели Nano и mAP50=0,132; 
mAP50-95=0,043; R=0,194 в модели Small. 

Класс «Mark» имеет высокие показатели точности по P=0,985 в модели Nano и R=0,967; 
mAP50=0,963 в модели Small. mAP50-95=0,85 в модели Medium. 

Класс «Ovoscope» имеет высокие показатели точности по R=1 в модели Nano. P=0,967; R=1; 
mAP50=0,993; mAP50-95=0,991 в модели Small. P=0,967; R=1; mAP50-95=0,991 в модели Medium. 

Класс «Ovoscopecrack» имеет высокие показатели точности по P=0,997 в модели Nano. R=1; 
mAP50=0,995; mAP50-95=0,995 в моделях Small и Medium. 

Класс «Shellbroken» имеет высокие показатели точности по P=0,951; R=1; mAP50=0,985; mAP50-
95=0,981 в модели Nano. R=1 в моделях Small и Medium. 

Класс «White» имеет высокие показатели точности по P=0,746; R=1; mAP50=0,959; mAP50-
95=0,959 в модели Nano. R=1 в моделях Small и Medium. 

 

Рис. 23. График сравнения лучших метрик «P», «R», «mAP50», «mAP50-95» моделей Nano, Small и Medium 

 

Общий алгоритм запуска с веб-камеры 

Общий код для запуска для работы с веб камеры представлен в официальном видео от создателей 
Ultralytics на данной странице [13]. 

Код для запуска веб-камеры на Python: 
from ultralytics import YOLO 
#Путь к весам обученной модели в локальной среде 
model = YOLO('weights/best.pt') 
result = model.predict( 
    source=0, #адрес по умолчанию источника видеокамеры 
    show=True, #запуск в отдельном окне 
    conf=0.4, # порог достоверности обнаружения объекта 
    save=True #сохранение прогнозируемых изображений или видео 
) 
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Тестирование с веб-камеры на модели «Nano» 

  

Рис. 24. Результаты распознавания с веб-камеры на модели Nano 

Тестирование с веб-камеры на модели «Small» 

  

Рис. 25. Результаты распознавания с веб-камеры на модели Small 

Тестирование с веб-камеры на модели «Medium» 

  

Рис. 26. Результаты распознавания с веб-камеры на модели Medium 

Заключение 

В папке «валидации» специально отсутствовали изображения класса «Brown» (чистые коричневые 
яйца). Однако это не помешало обучению, и веб-камера на всех 3 моделях смогла достоверно распо-
знать этот класс. При этом в папке «тренировочные» - изображения класса «Brown» присутствовали и 
были аннотированы. В ходе обучения данный класс не показывался в командной строке. В ходе те-
стирования 3 моделей на веб-камере, самым достоверным оказалась модель Medium, но при этом по-
стоянно было задействовано 14 Гб RAM.  

Класс «Mark» (маркировка) почти не распознавался на всех моделях, возможно из-за плохой фо-
кусировки веб-камеры. 

Класс «Shellbroken» (разбитая скорлупа без желтка и белка) на всех моделях постоянно путалась с 
классами «White» (чистые белые яйца) и «Brown». 

Предпочтительной для дальнейшей разработки остается модель обнаружения YOLOv8 Medium. 
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